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Wstep

Dodatek ten jest uzupehlnieniem do Rozdziatu pierwszego skryptu [1] ,,Metoda
najwigkszej wiarygodnosci i informacja Fisher’a w fizyce i ekonofizyce”. Aby dodatek
tworzyt niezalezng cato$¢, powtérzono w nim Rozdziat 1 skryptu [1]. Celem dodatku jest
krotkie, praktyczne wyjasnienie dziatania metody najwickszej wiarygodnosci (MNW) oparte
o przyktad analizy doboru modelu dla regresji Poissona, z wykorzystaniem mozliwosci
procedur zawartych w pakiecie SAS (system analiz statystycznych). Podstawy teoretyczne
MNW oraz aparatu matematycznego zwigzanego z zastosowaniem informacji Fishera moze
czytelnik znalez¢ migdzy innymi w pozycji [1].

MNW jest ogdlng statystyczng metoda otrzymywania estymatoréw parametrow
populacyjnych modelu statystycznego. Estymatory MNW maja dla duzej probki optymalne
wilasciwosci statystyczne [2]. Dla malej probki skorzystanie z peni praktycznych zalet MNW
mozliwe jest dopiero po odwotaniu si¢ do formalizmu geometrii r6zniczkowej na przestrzeni
statystycznej modeli statystycznych [3, 1].

Zaletg MNW w estymacji parametrow jest to, ze mozna ja zastosowaé w rozmaitych
sytuacjach. Jej wazng cecha jest to, ze ogolne zasady i procedury moga by¢ uzywane do
przeprowadzania wnioskowania statystycznego dla modeli regresji ze zmienng obja$niang o
dowolnym rozktadzie. Stad to samo wnioskowanie statystyczne MNW moze by¢ (z
doktadnoscig do roznic modelowych) zastosowane w analizie regresji np. klasycznego
modelu normalnego, jak i w analizie regresji Poissona.

Gdy model wielorakiej regresji liniowej jest dopasowany do danych empirycznych zmiennej
objasniane] posiadajacej rozklad normalny, wtedy estymatory wspotczynnikow regresji
metody najmniejszych kwadratow (MNK) sg identyczne jak estymatory otrzymane w MNW
[1]. Estymacja MNW parametrow modelu umozliwia rowniez analize modeli nieliniowych,
takich jak np. model regresji logistycznej [4] oraz rozwazany w niniejszym Dodatku model
regresji Poissona. Zrozumienie dzialania MNW w estymacji parametrow | umiejetnose
dokonywania wyboru modelu w oparciu o odpowiednie testy statystyczne jest niezbg¢dng
umiej¢tnoscig wspolczesnych analiz statystycznych w wielu dziedzinach nauk empirycznych.

Analiza regresji Poissona jest stosowana w modelowaniu zaleznosci pomigdzy
zmiennymi w przypadku, gdy zalezna zmienna losowa (nazywana tez zmienng opisywang lub

odpowiedzig) przyjmuje z natury tej zmiennej realizacje w postaci zbioru dyskretnych



danych. Na przyktad zmienna objasniana moze by¢ liczbg zliczen przypadkdéw interesujgcego
nas zdarzenia, np. liczba przypadkoéw awarii, ktore pojawiaja si¢ w ustalonym czasie badania.
Dla typowego modelu regresji Poissona naturalng miarg estymowanego defektu jest ryzyko

wzgledne, zwigzane z okreslonym, interesujagcym nas czynnikiem.

Celem Dodatku jest wyjasnienie jak postulowac i bada¢ posta¢ modelu regresji Poissona oraz
jak wykorzystywac¢ kluczowe cechy modelu do estymacji parametru ryzyka wzglednego,
kontrastujagcego poréwnywane zbiorowosci ze wzgledu na warianty czynnikow ryzyka.
W Dodatku wykorzystamy wprowadzone w skrypcie [1] pojecia statystyki ilorazu
wiarygodno$ci oraz dewiancji, stosujac je do analizy selekcji modelu wiasciwego dla
przyktadowych danych (ktorych realizacja jest mozliwa), co do ktorych uznamy [5], ze
pochodza z rozktadu Poissona. W Dodatku przedstawiony zostanie typowy model regres;ji
Poissona, ktory wyraza w postaci logarytmicznej tempo porazki (np. awarii) jako liniowej
funkcji zbioru czynnikéw. Metoda regresji Poissona, moze by¢ réwniez zastosowana w
bardziej skomplikowanych nieliniowych modelach. Zainteresowanego czytelnika odsytamy
do [4].

Wprowadzenie do metody najwiekszej wiarygodnosci

Z powodu mozliwosci zastosowania  metody najwickszej wiarygodnosci (MNW) do
rozwigzania wielu, bardzo r6znych problemow estymacyjnych, stata si¢ ona obecnie zaréwno
metoda podstawowa jak rowniez punktem wyjscia dla ré6znych metod analizy statystycznej.
Jej wszechstronno$¢ zwigzana jest, po pierwsze z mozliwoscig przeprowadzenia analizy
statystycznej dla matej probki, opisu zjawisk nieliniowych oraz zastosowania zmiennych
losowych posiadajgcych zasadniczo dowolny rozktad prawdopodobienstwa [2], oraz po
drugie, szczegdlnymi wlasno$ciami otrzymywanych przez nig estymatorow, ktore okazujg si¢
by¢ zgodne, asymptotycznie nieobcigzone, efektywne oraz dostateczne [2]. MNW zasadza sig
na intuicyjnie jasnym postulacie przyjecia za prawdziwe takich wartosci parametrow rozkladu
prawdopodobienstwa zmiennej losowej, ktore maksymalizuja funkcje wiarygodnosci

realizacji konkretnej probki.



W1.1 Podstawowe pojecia MNW

Rozwazmy zmienng losowa Y [2], ktora przyjmuje wartoSci y zgodnie z rozktadem
prawdopodobienstwa  p(y|6), gdzie 6=(%,9,,..9)" =(%)",, jest zbiorem k
parametréw tego rozktadu (T 0znacza transpozycje). Zbior wszystkich mozliwych wartosci
y zmiennej Y oznaczmy przez Y .

Gdy k >1 wtedy 8 nazywamy parametrem wektorowym. W szczegdlnym przypadku k =1

mamy 6 = 9. Mowimy wtedy, ze parametr @ jest parametrem skalarnym.

Pojecie proby i prébki: Rozwazmy zbior danych vy,,Y,,..,Yy Otrzymanych w N
obserwacjach zmiennej losowej Y .

Kazda z danych y,, n=1,2,...,N, jest generowana z rozktadu p,(y,|#&,) zmiennej losowej
Y w populacji, ktora charakteryzuje warto$¢ parametru wektorowego 6. = (%, %, ..., 3 )r
=((4),),, n=12..,N. Stad zmienng Y w n-tej populacji oznaczymy Y,. Zbiér
zmiennych losowych Y = (Y., Y, Yy ) = (Y, )N, nazywamy N -wymiarowa probg.
Konkretng realizacjie Y = (Y, Yoo Yy ) = (Y, )N, proby Y nazywamy  probkq. Zbior

wszystkich mozliwych realizacji y proby Y tworzy przestrzen proby (uktadu) oznaczang

jako B.
Okreslenie: Ze wzgledu na to, ze n jest indeksem konkretnego punktu pomiarowego proby,

rozktad p,(y,|6,) bedziemy nazywali rozktadem ,,punktowym” (czego nie nalezy myli¢ z

np. rozktadem dyskretnym).

Okreslenie funkcji wiarygodnosci: Centralnym pojeciem MNW jest  funkcja
wiarygodnosci L(y;@) (pojawienia si¢) probki y = (y,)\.,, nazywana tez wiarygodnoscig
probki. Jest ona funkcjg parametru © .

Przez wzglad na =zapis stosowany w fizyce, bedziemy stosowali oznaczenie

P(y|®) = L(y;@), ktore podkresla, ze formalnie funkcja wiarygodnosci jest tqcznym
rozktadem prawdopodobienstwa [1] pojawienia si¢ realizacjii y=(y,)N, proby Y = YN,

to znaczy:

N

P©)=P(y|©)=]]p.(v.16,). (W1)

n=1



Zwroécenie uwagi w (W1) na wystepowanie y w argumencie funkcji wiarygodnosci oznacza,

7ze moze by¢ ona rozumiana jako statystyka P(Y~|G)). Z kolei skrocone oznaczenie P(®)

podkresla, ze centralng sprawa w MNW jest fakt, ze funkcja wiarygodnos$ci jest funkcja

nieznanych parametrow:
©=(6,0,,...04) =(@)s Przyczym 6, = (%, i)’ =((9)6c0)n » (W2)
gdzie 6, jest wektorowym parametrem populacji okreslonej przez indeks proby n. W toku

analizy chcemy oszacowa¢ wektorowy parametr © .

Zbiér wartosci parametrow O = (6,)N, tworzy wspotrzedne rozktadu prawdopodobienistwa

rozumianego jako punkt w d =kx N - wymiarowej (podprzestrzeni) przestrzeni statystycznej
S [1].

Uwaga o postaci rozkladow punktowych: Tak jak w [1], zakladamy, ze punktowe”

rozklady p, (yn |0n) dla poszczegdlnych pomiaréw n w N elementowej probie s3
niezalezne®. W ogdlnosci [1], rozklady punktowe pn(yn |¢9n) zmiennych Y, chociaz sa tego
samego typu, jednak nie spetniaja warunku p,(y,|8,)= p(y|@), charakterystycznego dla

proby prostej. Taka ogolna sytuacja ma np. miejsce w analizie regresji Poissona (Rozdziat D).

Pojecie estymatora parametru: Zalozmy, ze dane y=(y )\, sa generowane losowo z
punktowych rozktadow prawdopodobienstwa p,(y,|6,), n=1,2,..., N, ktore chociaz nie sa

znane, to jednak zatozono o nich, ze dla kazdego n nalezg do okreslonej, tej samej klasy
modeli. Zatem funkcja wiarygodnosci (W1) nalezy do okreslonej, d =kxN - wymiarowej,
przestrzeni statystycznej S .

Celem analizy jest oszacowanie nieznanych parametréow ® , (W2), poprzez funkcje:
©=0()=(6,.0,...0)" =@,y gdzie 6, = (G & 8)" =((8)50), . (WA)

majgcg d =kxN sktadowych.

2 W przypadku analizy jednej zmiennej losowej Y, rozktady te obok niezaleznosci spehniaja
dodatkowo warunek:

P(Y,16,)=p(yl6), (W3)

CO 0znhacza, ze proba jest prosta.



Kazda z funkcji gkn = @kn (V ) jako funkcja proby jest statystykq, ktorg przez wzglad na to, ze
stuzy do oszacowywania wartosci parametru 9, nazywamy estymatorem tego parametru.

. . .- , . 3
Estymator parametru nie moze zaleze¢ od parametru, ktory oszacowuje”.

Podsumowujac, odwzorowanie:
®:B—>RY, (W5)

gdzie B jest przestrzenig proby, jest estymatorem parametru (wektorowego) © .

Réwnania wiarygodnosci: Bedac funkcja ®=(6,)),, funkcja wiarygodnosci stuzy do
konstrukcji estymatorow © = (6,,6,.,...0,)" =(0,)),, parametrow ©=(6,)",. Procedura
polega na wyborze takich (én),’:':l , dla ktorych funkcja wiarygodnosci przyjmuje maksymalng

wartosc¢, skad statystyki te nazywamy estymatorami MNW.

Zatem, wprowadzony przez Fishera, warunek konieczny otrzymania estymatorow © MNW

sprowadza si¢ do znalezienia rozwigzania uktadu d =kxN tzw. réwnan wiarygodnosci [1]:
0
S(®)\®:® = 20 InP(y| ®)‘®:@ =0, (W6)

gdzie zagadnienie maksymalizacji funkcji wiarygodnosci P(y| ®) sprowadzono do (na og6t)

analitycznie rOwnowaznego mu problemu maksymalizacji jej logarytmu In P(y| ®).

Okreslenie funkcji wynikowej: Funkcje S(G)) bedaca gradientem logarytmu funkcji

wiarygodnosci:

oinP(y|®) oinP(y|®)
80, 29,
0 _ : . 0InP(y|®) _ :
S(®)=£InP(yl®)— oinp(y|e)| 9dzie ——5 | anp(yle) | (W7)
20, 89,

nazywamy funkcjq wynikowgq.
Po otrzymaniu (wektora) estymatoréw 0, zmaksymalizowang warto$¢ funkcji wiarygodnosci

definiujemy jako numeryczng warto$¢ funkcji wiarygodnos$ci powstala przez podstawienie do

P(y| ®) warto$ci oszacowanej Ow miejsce parametru © .

¥ Natomiast rozktad estymatora oszacowywanego parametru, zalezy od tego parametru.



Przyklad: Rozwazmy problem estymacji skalarnego parametru, tzn. ® =@ (tzn. k =1 oraz

N =1), dla zmiennej losowej Y opisanej rozktadem dwumianowym (Bernoulliego):
m
P(y|9)= (y ]Hy(l—é’)my : (W8)

Estymacji parametru 6 dokonamy na podstawie pojedynczej obserwacji (dlugos¢ proby
N =1) zmiennej Y, ktorej iloraz Y/m nazywamy czestoscig. Parametr m charakteryzuje
rozktad zmiennej Bernoulliego Y (i nie ma zwigzku z dlugoscia N proby).

Zatem poniewaz Yy E(yl), wigc P(y|9) jest funkcjg wiarygodno$ci dla N =1 wymiarowej

proby. Jej logarytm wynosi:

m
In P(y|9)=|n(y]+ yIn@+(m-y)in(L-0). (W9)
W rozwazanym przypadku otrzymujemy jedno réwnanie wiarygodnosci (W6):
_1 1 _
SO =2 y-1—5Mm-y),.; =0 (W10)

a jego rozwigzanie daje estymator MNW parametru € rozktadu dwumianowego, roéwny:
o= (W11)
m

Ilustracja powyzszej procedury znajdowania warto$ci estymatora parametru 6 jest Rysunek

1.1 (gdzie przyjeto m =5). Na skutek pomiaru zaobserwowano wartos¢ Y rowng y =1.
P10

0,21

0,1

0,0 0,5 1,0
y/m

Rysunek 1.1: Graficzna ilustracja metody najwigkszej wiarygodnosci dla P(y|9)

okreslonego wzorem (W8) dla rozktadu dwumianowego. Przyj¢to warto$¢ parametru m=5.

W pomiarze zaobserwowano warto$¢ Y =y =1.



A

Maksimum P(y | 6?) przypada na warto$¢ @ rowng punktowemu oszacowaniu & = y/m=1/5

tego parametru. Maksymalizowana warto$¢ funkcji wiarygodno$ci wynosi P(y | é)

W1.2 Whnioskowanie w MNW

Z powyzszych rozwazan wynika, ze konstrukcja punktowego 0Szacowania parametru w
MNW oparta jest o postulat maksymalizacji funkcji wiarygodnos$ci przedstawiony powyze;j.
Jest on wstepem do statystycznej procedury wnioskowania. Kolejnym krokiem jest
konstrukcja przedzialu wiarygodnosci. Jest on odpowiednikiem przedziatu ufnosci,
otrzymywanego w czgstotliwosciowym podejsciu  statystyki  klasycznej do procedury
estymacyjnej. Do jego konstrukcji niezbgdna jest znajomos$¢ rozkltadu prawdopodobienstwa
estymatora parametru, co (dzigki “porzadnym’™ granicznym wilasnosciom stosowanych
estymatorow) jest mozliwe niejednokrotnie jedynie asymptotycznie, tzn. dla wielkos$ci proby
dazacej do nieskonczono$ci. Znajomo$¢ rozkladu estymatora jest tez niezbedna we
wnioskowaniu statystycznym odnoszacym si¢ do weryfikacji hipotez.

W sytuacji, gdy nie dysponujemy wystarczajaca iloscia danych, potrzebnych do
przeprowadzenia skutecznego czgstotliwosciowego wnioskowania, Fisher [6] zaproponowat
do okreslenia niepewnosci dotyczacej parametru ® wykorzystanie maksymalizowanej
wartos¢ funkcji wiarygodnosci.

Przedzial wiarygodnosci jest zdefiniowany jako zbior wartosci parametru © , dla ktérych

funkcja wiarygodnos$ci osigga (umownie) wystarczajaco wysoka wartos¢, tzn.:

{@,PT(”—C?;N}, (W12)
Ply|®

dla pewnego parametru obciecia C, nazywanego poziomem wiarygodnosci.

Iloraz wiarygodnosci:

Py 1) (W13)
P(y| @)

reprezentuje pewien typ unormowanej wiarygodnosci i1 jako taki jest wielkoscig skalarna.
Jednak z powodu niejasnego znaczenia okreslonej warto$ci parametru obciecia C pojecie to
wydaje si¢ by¢ na pierwszy rzut oka za stabe, aby dostarczy¢ takg precyzje wypowiedzi jaka

daje analiza czgstotliwo$ciowa.
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Istotnie, warto$¢ ¢ nie odnosi si¢ do zadnej wielkosci obserwowanej, tzn. na przyktad 1% -

we (¢ =0,01) obcigcie nie ma Scistego probabilistycznego znaczenia. Inaczej ma si¢ sprawa
dla czgstotliwosciowych przedziatoéw ufnosci. W tym przypadku wartos¢ wspotczynnika
a = 0,01 oznacza, ze gdybySmy rozwazyli realizacj¢ przedzialu ufnosci na poziomie ufnosci
1-a =0,99, to przy pobraniu nieskonczonej (w praktyce wystarczajaco duzej) liczby probek,
99% wszystkich wyznaczonych przedziatéw ufnosci pokrytoby prawdziwg (teoretyczng)
warto$¢ parametru ® w populacji generalnej (sktadajacej sie z N podpopulacji). Pomimo tej
stabosci MNW, rozbudowanie analizy stosunku wiarygodnosci okazuje si¢ by¢ istotne we

wnioskowaniu statystycznym analizy doboru modeli i to az po konstrukcje rownan teorii pola

[1].

W1.2.1 Wiarygodnosciowy przedzial ufnosci

Przyklad rozkladu normalnego z jednym estymowanym parametrem: Istnieje przypadek
pozwalajacy na prosta interpretacje przedziatu wiarygodnosciowego jako przedziatu ufnosci.
Dotyczy on zmiennej Y posiadajacej rozktad Gaussa oraz sytuacji gdy (dla proby prostej)
interesuje nas estymacja skalarnego parametru 6 bedacego wartoscia oczekiwana E(Y)
zmiennej Y . Przypadek ten oméwimy ponizej. W ogolnosci, przedzial wiarygodnosci
posiadajacy okreslony poziom ufnosci jest nazywany przedzialem ufnosci.

Czestotliwosciowe wnioskowanie 0 nieznanym parametrze 6 wymaga okreslenia rozktadu
jego estymatora, co jest zazwyczaj mozliwe jedynie granicznie [6]. Podobnie w MNW, o ile
to mozliwe, korzystamy przy duzych probkach z twierdzen granicznych dotyczacych rozktadu
ilorazu wiarygodnosci [6]. W przypadku rozktadu normalnego i parametru skalarnego okazuje

si¢, ze mozliwa jest konstrukcja skonczenie wymiarowa.

Niech wiec zmienna Y ma rozktad normalny N (6?, o? ):

byio.)s \/zflmz exp[(yz;f) j W

Rozwazmy probke y=(y,,...,Yy), ktora jest realizacja proby prostej Y i zatézmy, ze
wariancja o jest znana. Logarytm funkcji wiarygodnosci dla N(@, 02) ma postac:

1
20°

N
InP(y|6)= —%In 270° ——5 > (y, -0y (W15)
n=1
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gdzie ze wzgledu na probe prosta, w argumencie funkcji wiarygodnosci wpisano w miejsce

@=(0)\, parametr @, jedyny ktory podlega estymaciji.

Z  postaci  funkcji  wiarygodnosci  (W15)  oraz  zwiazku z:ﬂ(yn -0
= ZnNzl((yn -0)+(0- 49))2 , otrzymujemy™:

P(yl6) o N (5
N id) 207 (6-of . (W16)

n N
gdzie =y = %Zyn jest estymatorem MNW parametru 6.
n=1

Statystyka Wilka: Wida¢, ze po prawej stronie (W16) otrzymaliémy wyrazenie kwadratowe.

Poniewaz Y jest nieobcigzonym estymatorem parametru €, co oznacza, ze warto$¢

oczekiwana E(Y)=@, zatem ( dla rozktadu Y ~ N(@,O'Z) ) $rednia arytmetyczna Y ma

2
rozktad normalny N[G,%j. Z normalnoéci rozktadu Y wynika, ze tzw. statystyka ilorazu

wiarygodnosci Wilka:
PlY | @ 2
W =2In—= ~ : W20
PV [0 V4! ( )

ma rozktad y*, w tym przypadku z jednym stopniem swobody [6].

* Posta¢ estymatora parametru skalarnego 6 rozkladu N(H, 02): Korzystajac z rownania

wiarygodnosci (W6) dla przypadku skalarnego parametru €, otrzymujemy:
0

=—InP = w17
5(0),,=55"POIO),_, =0, (W17)
skad dla log funkcji wiarygodnosci (W15), otrzymujemy:
N 1y
0=y==>y,. (W18)
N °=
Zatem estymatorem parametru @ jest $rednia arytmetyczna:
_ N
H:Y:%Z\{n. (W19)
n=1

Estymator i jego realizowang warto$¢ bedziemy oznaczali tak samo, tzn. 6 dla przypadku skalarnego i
O dla wektorowego.
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Wyskalowanie statystyki Wilka w przypadku normalnym: Wykorzystujac (W20) mozemy
wykona¢ wyskalowanie wiarygodno$ci oparte o mozliwo$¢ powigzania przedzialu

wiarygodnosci z jego czestotliwosciowym odpowiednikiem.

Mianowicie z (W20) otrzymujemy, ze dla ustalonego (chociaz nieznanego) parametru 6
prawdopodobienstwo, ze iloraz wiarygodno$ci znajduje si¢ w wyznaczonym dla parametru

obcigcia ¢, wiarygodno$ciowym przedziale ufnosci, wynosi:

p| PY 105 =P 2n PV 1) ¢ o =P(y? <-2Inc). (W21)
PV |6 PV |0

Zatem jesli dla jakiego$ 0 < (1—«) <1 wybierzemy parametr obciecia:

W
c=g b4 (W22)

gdzie )(12 (1-q) Jest kwantylem rzedu 100(1—-a)% rozkladu y -kwadrat, to spefnienie przez ¢

P}Vw; »
Pl 9=——=>C|=Ply; <xin.)=1l-« (W23)
(PY|¢9 ] (1 11 ))

oznacza, ze przyjecie wartosci ¢ zgodnej z (W22) daje zbior mozliwych wartosci parametru

g:
{9, Pfl? >c}, (W24)
Ply |6

nazywany 100 (1-a)%-owym (wiarygodnosciowym) przedzialem ufnosci. Jest on

zwigzku:

odpowiednikiem wyznaczonego na poziomie ufnosci (1—a) czgstotliowsciowego przedzialu
ufnosci dla #. Dla analizowanego przypadku rozkladu normalnego z estymacja skalarnego
parametru @ oczekiwanego poziomu zjawiska, otrzymujemy po skorzystaniu z wzoru (W22)
warto$¢ parametru obciecia rownego € =0.15 lub ¢=0.04 dla odpowiednio 95%-owego
(1—a =0.95) badz 99%-owego (1—a =0.99) przedziatu ufnosci. Tak wiec w przypadku,
gdy przedziat wiarygodnosci da si¢ wyskalowaé rozktadem prawdopodobienstwa, parametr
obciecia C posiada wlasnos¢ wielkosci obserwowanej, interpretowanej czestotliwosciowo

poprzez zwigzek z poziomem ufnosci.
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Zwroémy uwage, ze chociaz konstrukcje czestotliwosciowego 1 wiarygodnosciowego

przedzialu ufno$ci sa rozne, to ich losowos¢ wynika w obu przypadkach z rozktadu
prawdopodobienstwa estymatora 6.
Cwiczenie: W oparciu o powyzsze rozwazania wyznaczyé, korzystajac z (W16) ogdlng

posta¢ przedziatu wiarygodnosci dla skalarnego parametru 6 rozkladu normalnego.

W1.2.2 Rozklady regularne

Dla zmiennych o innym rozktadzie niz rozktad normalny, statystyka Wilka W ma w
ogolnosci inny rozklad niz y° [6]. Je$li wiec zmienne nie majg dokladnie rozktadu
normalnego lub dysponujemy za mata probka by moc odwotywacé sie¢ do (wynikajacych z
twierdzen granicznych) rozkladéw granicznych dla estymatoréw parametrow, wtedy zwigzek
(W20) (wiec i (W22)) daje jedynie przyblizone wyskalowanie przedziatu wiarygodnosci
rozktadem y?2.

Jednakze w przypadkach wystarczajaco regularnych rozktadow, zdefiniowanych jako takie,

w ktorych mozemy zastosowac przyblizenie kwadratowe:

In%(%% ~——iFloo-of (W25)

powyzsze rozumowanie oparte o wyskalowanie wiarygodnosci rozktadem y? jest w
przyblizeniu stuszne. Wielkos$¢ iF(é), ktora pojawila si¢ powyzej jest obserwowang
informacja Fishera, a powyzsza formula stanowi powazne narz¢dzie w analizie doboru modeli

[1,6]. Mozna powiedzie¢, ze caly skrypt [1] koncentruje si¢ na analizie zastosowania

(warto$ci oczekiwanej) tego wyrazenia i jego uogolnien. Do sprawy tej wrocimy dale;.

Przyklad: Rozwazmy przypadek parametru skalarnego 8 w jednym eksperymencie (N =1)
ze zmienng Y posiadajaca rozktad Bernoulliego z m=15. W wyniku pomiaru
zaobserwowalismy warto$¢ Y = y = 3. Prosta analiza pozwala wyznaczy¢ wiarygodnosciowy
przedziat ufnosci dla parametru 6. Poniewaz przestrzen V, parametru 6 wynosi V, =(0,1),
zatem latwo pokazac, ze dla ¢ = 0,01, ¢ =0,1 oraz ¢ = 0,5 mialby on realizacj¢ odpowiednio
(0,019;0,583), (0,046;0,465) oraz (0,098;0,337). Wida¢, ze wraz ze wzrostem wartos$ci C,
przedzial wiarygodno$ci zacie$nia si¢ wokot warto§ci  oszacowania punktowego

6 =ylm=1/5 parametru @ i nic dziwnego, bo wzrost wartosci ¢ 0znacza akceptowanie jako
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mozliwych do przyjecia tylko takich modelowych wartosci parametru 6, ktoére gwarantuja
wystarczajaco wysokg wiarygodnos¢ probki.
Powyzszy przyktad pozwala naby¢ pewnej intuicji co do sensu stosowania ilorazu funkcji

wiarygodno$ci. Mianowicie po otrzymaniu w pomiarze okreslonej wartoSci y/m
oszacowujacej parametr €, jesteSsmy sktonni preferowaé model z taka wartoscig parametru 6,
ktéra daje wieksza wartos$¢ (logarytmu) ilorazu wiarygodnosci P(y|0)/P(y|é). Zgodnie z
podejéciem statystyki klasycznej nie oznacza to jednak, ze uwazamy, ze parametr # ma jakis$

rozktad. Jedynie wobec niewiedzy co do modelowej (populacyjnej) warto$¢ parametru &

preferujemy ten model, ktory daje wigksza warto$¢ ilorazu wiarygodno$ci w probcee.

W1.2.3 Weryfikacja hipotez z wykorzystaniem ilorazu wiarygodnosci

Powyzej wykorzystaliSmy funkcj¢ wiarygodnosci do estymacji wartosci parametru © .
Funkcj¢ wiarygodnos$ci mozna réwniez wykorzystaé w drugim typie wnioskowania

statystycznego, tzn. w weryfikacji hipotez statystycznych.

Rozwazmy prosta hipoteze zerowa H,:® =0, wobec zlozonej hipotezy alternatywnej
H,:®=0,. W celu przeprowadzenia testu statystycznego wprowadzmy unormowang
funkcje wiarygodnosci:

P(y|©,) (W26)
K

skonstruowang przy zatozeniu prawdziwosci hipotezy zerowej. Hipotezg zerowa H,
odrzucamy na rzecz hipotezy alternatywne;j, jesli jej wiarygodno$¢ P(y | @0) jest ’za mata”.

Sugerowaloby to, ze zlozona hipoteza alternatywna H, zawiera pewng hipoteze prosta, ktora

jest lepiej poparta przez dane otrzymane w probce, niz hipoteza zerowa.

Jak o tym wspomnieliSmy powyzej, np. 5%-owe obcigcie ¢ w zagadnieniu estymacyjnym,
samo w sobie nie mowi nic o frakcji liczby przedzialdow wiarygodnosci pokrywajacych
nieznang warto$¢ szacowanego parametru. Potrzebne jest wyskalowanie ilorazu
wiarygodnosci. Rowniez dla weryfikacji hipotez skalowanie wiarygodnosci jest istotne.

StwierdziliSmy, ze takie skalowanie jest mozliwe wtedy gdy mamy do czynienia z
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jednoparametrowym przypadkiem rozkladu Gaussa, a przynajmniej z przypadkiem

wystarczajaco regularnym.

Empiryczny poziom istotnosci: W przypadku jednoparametrowego, regularnego problemu z
(0=(8).,) jak w Przyktadzie z Rozdziatu W1.2.1, skalowanie poprzez wykorzystanie
statystki Wilka stuzy otrzymaniu empirycznego poziomu istotnosci p. Ze zwigzku (W20)

otrzymujemy wtedy przyblizony (a doktadny dla rozktadu normalnego) empiryczny poziom

istotnosci.
p = P( :(g( |;))z i({||62b5))] = P(ZIn i\l |99 >-2In cobsj
” o ( 0) (W27)
. Ply| 6,
= P(le 2—2|ncobs), gdzie c,,, = Zo)
P(y | aobs)
przy czym éobs jest wartoscig estymatora MNW 9 wyznaczong w obserwowanej (obs)

probce y. Powyzsze okreSlenie empirycznego poziomu istotno$ci p oznacza, ze W
przypadku wystarczajaco regularnego problemu [6], istnieje typowy zwigzek pomiedzy
prawdopodobienstwem (W23), a empirycznym poziomem istotnosci p , podobny do zwigzku
jaki istnieje pomigdzy poziomem ufnosci 1—«, a poziomem istotnosci « W analizie
czestotliwosciowej. 1 tak, np. w przypadku jednoparametrowego rozktadu normalnego
mozemy wykorzysta¢ warto$¢ empirycznego poziomu istotnosci p do stwierdzenia, ze gdy
p <« to hipotez¢ H, odrzucamy na rzecz hipotezy H,, a w przypadku p >« nie mamy

podstawy do odrzucenia H,.

Problem bledu pierwszego i drugiego rodzaju: Jednakze podobne skalowanie ilorazu
wiarygodno$ci okazuje si¢ by¢ znacznie trudniejsze juz chociazby tylko w przypadku
dwuparametrowego rozktadu normalnego, gdy obok & estymujemy o [6]. Wtedy okre$lenie
co oznacza sformulowanie ,,zbyt mata" warto$¢ € jest dos¢ dowolne i zalezy od rozwazanego
problemu lub wczeséniejszej wiedzy wynikajacej z innych zrédet niz prowadzone statystyczne
wnioskowanie. Wybor duzego parametru obcigcia C spowoduje, ze istnieje wigksze
prawdopodobienstwo popetnienia bledu pierwszego rodzaju polegajacego na odrzuceniu
hipotezy zerowej w przypadku, gdy jest ona prawdziwa. Wybdr matego C spowoduje
zwigkszenie prawdopodobienstwa popetnienia bledu drugiego rodzaju, tzn. przyjecia

hipotezy zerowej w sytuacji, gdy jest ona btedna.
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W1.3 MNW w analizie regresji

Analiza zawarta w calym Rozdziale W1.3 oparta jest na przedstawieniu metody MNW w
analizie regresji klasycznej podanym w [4,7].

W metodzie regresji klasycznej, estymatory parametrow strukturalnych modelu regresji sa
otrzymane arytmetyczng metoda najmniejszych kwadratow (MNK). Zmienne objasniajace

X,=X,, n=1..,N, nie maja wtedy charakteru stochastycznego, co oznacza, ze

eksperyment jest ze wzgledu na nie kontrolowany.

MNK polega na minimalizacji sumy kwadratow odchylen obserwowanych wartosci
zmiennej objasnianej (tzw. odpowiedzi) od ich warto$ci teoretycznych spetniajacych
rébwnanie regresji. MNK ma znaczenie probabilistyczne tylko w przypadku analizy
standardowej, gdy zmienna objasniana Y ma rozktad normalny. Jej estymatory pokrywaja si¢

wtedy z estymatorami MNW. Pokazemy, ze tak si¢ sprawy maja.

Zalozmy, ze zmienne Y,,Y,,..,Y, odpowiadajace kolejnym wartosciom zmiennej
objasniajacej, X;, X,,..,Xy, sa wzgledem siebie niezalezne i maja rozktad normalny ze
srednig g, = E(Y|Xn)= E(Yn) zalezng od wariantu zmiennej objasniajacej X, oraz takg sama
wariancje o (Y,)=oc°(Y).

Funkcja wiarygodnosci probki (Y, Y,,..., Y, ) dla normalnego klasycznego modelu regresji z

parametrem @ = z = (u,)N.,, ma postaé:
: N : N 1 1 )
P(,u)EP(y|,u) - Hf(ynllun)_H Zexp - Z(yn_lun)
n=1 n=1 \/272-0- 20—
. L (W28)
_ - = _ 2
ol arn)

gdzie f(y,|x,), n=12..,N, s3 punktowymi rozkladami gestosci prawdopodobienstwa

Gaussa. Widaé, ze maksymalizacja P(u) ze wzgledu na (u,))., pociagga za soba

minimalizacje sumy kwadratow reszt® (SKR ):

SKR =2 (yo =) (W29)

® SSE w literaturze angielskiej.
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gdzie u, = E(Y|xn) jest postulowanym modelem regresji. Zatem w standardowej, klasycznej

analizie regresji, estymatory MNW pokrywaja si¢ z estymatorami MNK. Wida¢, ze procedura

minimalizacji dla SKR prowadzi do liniowej w Y, postaci estymatorow i, parametrow i, .

Problem z nieliniowym ukladem réwnan wiarygodnosci: Jednak rozwigzanie ukiadu
rownan wiarygodno$ci (W6) jest zazwyczaj nietrywialne. Jest tak, gdy otrzymany w wyniku
ekstremizacji uktad algebraicznych réwnan wiarygodnosci dla estymatorow jest nieliniowy,
co w konsekwencji oznacza, ze mozemy nie otrzymaé ich w zwartej analitycznej postaci.
Przykladem moze by¢ analiza regresji Poissona, w ktorej do rozwigzania rownan
wiarygodno$ci wykorzystujemy metody iteracyjne. W takich sytuacjach wykorzystujemy na
ogot jaki§ program komputerowy do analizy statystycznej, np. zawarty w pakiecie SAS. Po
podaniu postaci funkcji wiarygodnosci, program komputerowy dokonuje jej maksymalizacji
rozwigzujac uktad (W6) np. metoda Newton-Raphson'a [6,7], wyznaczajac numerycznie

warto$ci estymatorow parametrow modelu.

Testy statystyczne: Logarytm ilorazu wiarygodnosci jest rowniez wykorzystywany w
analizie regresji do przeprowadzania testoOw statystycznych przy weryfikacji hipotez o nie
wystepowaniu braku dopasowania modelu mniej ztozonego, tzw. nizszego”, 0 mniejszej
liczbie parametréw, w stosunku do bardziej ztozonego modelu “wyzszego”, posiadajacego
wigksza liczbe parametrow. Statystyka wykorzystywana do tego typu testow ma postac
[4,6,7]:

)

l

—2In P( |

)@)

(W30)

-
=<}
N@

gdzie P(V | (:)l) jest maksymalizowang warto$cig funkcji wiarygodnosci dla modelu mniej
zlozonego, a P(\? | (:)2) dla modelu bardziej ztozonego. Przy prawdziwosci hipotezy zerowej
H, o braku konieczno$ci rozszerzania modelu nizszego do wyzszego, statystyka (W30) ma

asymptotycznie rozklad y° z liczba stopni swobody réwng réznicy liczby parametrow

modelu wyzszego 1 nizszego.
Analogia wspélczynnika determinacji: Maksymalizowana warto$¢ funkcji wiarygodnosci

zachowuje si¢ podobnie jak wspdlczynnik determinacji R* [4,7], tzn. roénie wraz ze

wzrostem liczby parametréw w modelu, zatem wielko$s¢ pod logarytmem nalezy do
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przedziatu (0,1) i statystyka (W30) przyjmuje wartosci z przedziatu (O,+oo). Stad
(asymptotycznie) zbior krytyczny dla H, jest prawostronny. Im lepiej wigc model wyzszy
dopasowuje si¢ do danych empirycznych w stosunku do modelu nizszego, tym wicksza jest
wartos$¢ statystyki ilorazu wiarygodnosci (W30) i wigksza szansa, ze wpadnie ona w przedziat

odrzucen hipotezy zerowej H,, ktory lezy w prawym ogonie wspomnianego rozkladu y?

[4,7].

W1.3.1 Dewiancja jako miara dobroci dopasowania. Rozklad Poissona

Rozwazmy zmienng losowa Y posiadajagcg rozklad Poissona. Rozklad ten jest
wykorzystywany do modelowania zjawisk zwigzanych z rzadko zachodzacymi zdarzeniami,

jak na przyktad z liczbg rozpadajacych si¢ niestabilnych jader w czasie t. Ma on postac:

ﬂye’ﬂ

p(Y =y|u)= , oraz y=0,1,.., 0, (W31)

gdzie u jest parametrem rozktadu. Zmienna losowa podlegajaca rozktadowi Poissona moze
przyjac¢ tylko nieujemng warto$¢ catkowita. Rozktad ten mozna wyprowadzi¢ z rozktadu
dwumianowego, badz wykorzystujac rozktady Erlanga i wyktadniczy [2].

Na przyktad, zgodnie z (W31) prawdopodobienstwo, ze Y przyjmuje warto$¢ y = 7 Wynosi:

)_ e B u'e™
7! 5040

ply=7|u

Wida¢, ze prawdopodobienstwo to zmienia si¢ jako funkcja wartosci parametru u. Jak juz
wiemy w MNW koncentrujemy si¢ na badaniu zaleznosci rozktadu prawdopodobienstwa

zmiennej objasnianej, od parametrow tego rozkladu.

Zwiazek wariancji z wartoscia oczekiwana rozklad Poissona: Rozktad Poissona posiada
pewna interesujgca wiasciwos¢ statystyczng, mianowicie jego warto$¢ oczekiwana, wariancja

1 trzeci moment centralny s3 réwne parametrowi rozkltadu p :

EY)=0?(Y)=u= p. (W32)
Aby pokaza¢ dwie pierwsze rownosci w (W32) skorzystajmy bezposrednio z definicji

odpowiednich momentow, otrzymujac:
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- - ! = (y-1
y;o o ) y—oI y = (y-1) (W33)
= e_,u = e_,u = e_/—l e,u -_— ,
#; (y—1) ﬂ; [ HE K
oraz, korzystajac z (W33):
o7 (1) = E2)-[E0T = E0*)-a = 3397 Y =yl )-
y=0
~ 2 /uye_y 2 —u S luy 2 —u S lul 2

=R = (y-1) =R

© |
= e‘”u{zlﬂ—ﬁe”}uz = e ulet urer |- u? = (WP 4 ) -t =

Uwaga: Zatem otrzymalismy wazng wlasnos¢ rozktadu Poissona, ktora mowi, ze stosunek
dyspersji o do warto$ci oczekiwanej E(Y) maleje pierwiastkowo wraz ze wzrostem
poziomu zmiennej Y opisanej tym rozktadem:

o 1

E() Vi

Fakt ten oznacza z zalozenia inne zachowanie si¢ odchylenia standardowego W modelu

(W35)

regresji Poissona niz w klasycznym modelu regresji normalnej (w ktorym zakladamy

jednorodnos$¢ wariancji zmiennej objasnianej w roznych wariantach zmiennej objasniajacej).

Cwiczenie: Pokaza¢ (W32) dla trzeciego momentu.

Przyczyna nielosowej zmiany wartosci zmiennej objasnianej: Rozwazmy model regresji
dla zmiennej objasnianej Y posiadajacej rozklad Poissona. Zmienne Y, n=12..,N
posiadaja wiec rowniez rozktad Poissona i zakladamy, ze sqg parami wzajemnie niezalezne.
Niech X jest zmienng objasniajaca (tzw. czynnikiem) kontrolowanego eksperymentu, w
ktorym X nie jest zmienng losowa, ale jej zmiana, jest rozwazana jako mozliwa przyczyna
warunkujaca nielosowq zmiane wartosci zmiennej Y .

Gdy czynnikow X, X,,...X, jest wiecej, wtedy dla kazdego punktu n préby podane sa
wszystkie ich wartos$ci:

Xins Xons-e Xy » QdZIE N=12,..,N, (W36)

gdzie pierwszy indeks w x. , i =1,2,...,k , numeruje zmienng objasniajaca.

in?
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Brak mozliwosci eksperymentalnej separacji podstawowego kanalu n: Niech
X, = (X, Xoprees Xy) OZNAcza zbiér wartoéci jednego wariantu zmiennych (X, X,,..., X, ),
tzn. dla jednej konkretnej podgrupy n. Zwro¢my uwage, ze indeks proby n numeruje
podgrupe, co oznacza, ze w pomiarze wartosci Y, nie ma mozliwosci eksperymentalnego
siegniecia “w glab” indeksu n - tego kanahu, tzn. do rozréznienia wptywow na warto$¢ y,

ptynacych z r6znych ”pod-kanatéw” i, gdzie i =1,2,...,k .

W1.3.2 Model podstawowy

Zaktadajac brak zalezno$ci zmiennej Y od czynnikow X,, X,,...X, , rozwaza si¢ tzw. model

podstawowy. Dla rozktadu (W31) i proby VE(YH)N funkcja wiarygodno$ci przy

n=1»

parametrze ® = u=(x,)\.,, ma postaé:

P(Vlﬂ)ﬂE[” : = =2, (W37)

e Yo ﬁYn!

jest wiec wyrazona jako funkcja wektorowego parametru = (x,)\

ne» gdzie kazdy z
parametrow x4, = E(Y,) jest parametrem skalarnym. N jest rownocze$nie liczebnoscig zbioru

danych, ktéra moze by¢ liczba podgrup, komorek lub kategorii, oraz liczbg parametrow

modelu podstawowego wystepujaca w wiarygodnosci (W37).

Rozwazmy uktad rownah MNW:

aﬁ[ln PV [u)]=0, n=12...N. (W38)

n

Dla funkcji wiarygodnos$ci (W37) otrzymujemy:
~ N N N
P | 2)= Y I, =3 1y =YY, L (W39)
n=1 n=1 n=1

Zatem rozwigzanie uktadu (W38) daje:
uo=m4 =Y, n=12,..,N, (W40)

n
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jako estymatory modelu postawowego. Zatem funkcja wiarygodnosci (W37) modelu

podstawowego przyjmuje w punkcie u zadanym przez estymatory (W40) wartosé

maksymalna:
N N
(e ool 30
P(Y'“ | ,[l): n=1 . n=1 ’ (W41)
1T
n=1

gdzie zastosowano oznaczenie = (fy, fly,...f4 )-
W1.3.3. Analiza regresji Poissona.

Niech zmienna zalezna Y reprezentuje liczbe zliczen badanego zjawiska (np. przypadkow
awarii okreslonego zakupionego sprzetu), otrzymang dla kazdej z N podgrup (np.
klienckich). Kazda z tych podgrup wyznaczona jest przez komplet wartosci zmiennych
objasniajacych X E(Xl, ) S Xk)= XE(Xl,Xz,...,Xk) (np. wiek, poziom wyksztatcenia, cel
nabycia sprzetu). Zmienna Y, okre$la liczb¢ zliczen zjawiska w n-tej podgrupie,
n=1,2,..,N. W konkretnej probce (Y,)\, = (Y, )n,-
Okreslenie modelu regresji Poissona: Rozwazmy nastepujacy model regresji Poissona:
u,=E(Y,)=0,r(x,,8), n=12,..,N, (W42)
opisujacy zmian¢ wartosci oczekiwanej liczby zdarzefr Y, (dla rozkladu Poissona) wraz ze
zmiang wariantu X, = (X, Xy reens X )-
Funkcja regresji po prawej stronie (W42) ma dwa czynniki. Czynnik funkcyjny funkcji
regresji, r(xn, ,6’), opisuje tempo zdarzen okre$lanych mianem porazek (np. awarii) w n-tej
podgrupie (tzn. jest czestoscig tego zjawiska), skad r(x,,3)>0, gdzie B=(8,, B,.... ) jest
zbiorem nieznanych parametréw tego modelu regresji. Natomiast czynnik ¢, jest
wspotczynnikiem okreslajacym dla kazdej n-tej podgrupy (np. klientoéw) skumulowany czas
prowadzenia badan kontrolnych dla wszystkich jednostek tej podgrupy.
Poniewaz funkcja regresji6 r(xn, ﬂ) przedstawia typowa liczbg porazek na jednostke czasu,

zatem nazywamy ja ryzykiem.

6 Czynnik I’(Xn ] ) nazywany dalej funkcjg regresji, chociaz wtasciwie nazwa ta odnosi si¢ do calej E(Yn )
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Uwaga o postaci funkcji regresji: Funkcje r(x,, ) mozna zamodelowa¢ na rézne sposoby

[6]. Wprowadzmy oznaczenie:
k
Ao =B+ D B X, - (W43)
=1

Funkcja regresji r(xn, ﬂ) ma roézng postaé w zalezno$ci od typu danych. Moze mie¢ ona
posta¢ charakterystyczng dla regresji liniowej (wielokrotnej), r(Xn, ﬂ)= 2, , ktéra stosujemy
szczegolnie wtedy gdy zmienna Y ma rozkiad normalny. Postaé r(Xn,B)=1/I; jest
stosowana w analizie z danymi pochodzacymi z rozkladu eksponentialnego, natomiast
r(x,,)=1(1+exp(-4)) w modelowaniu regresji logistycznej dla opisu zmiennej

dychotomicznej [4,6].

Posta¢ funkcji regresji uzyteczna w regresji Poissona jest nastepujaca:
k
r(x, B)=exp(A), 4, =B+ BX, - (W44)
j=1

Ogolniej méwige analiza regresji odnosi si¢ do modelowania warto$ci oczekiwanej zmienne;j
zaleznej (objasnianej) jako funkcji pewnych czynnikow. Posta¢ funkcji wiarygodnosci
stosowanej do estymacji wspotczynnikow regresji £ odpowiada zalozeniom dotyczacym
rozktadu zmiennej zaleznej. Tzn. zastosowanie konkretnej funkcji regresji r(x,, 5), np. jak w
(W44), wymaga okreslenia postaci funkcji czestosci r(x,, ), zgodnie z jej postaciag dobrang
do charakteru losowej zmiennej Y przy ktorej generowane sa dane w badanym zjawisku. Na
ogot przy konstrukcji r(x,,f) pomocna jest uprzednia wiedza dotyczaca relacji miedzy

rozwazanymi zmiennymi.

Funkcja wiarygodnosci dla analizy regresji Poissona: Poniewaz Y, ma rozklad Poissona

Yn
(W31) ze érednia p(Yn|yn):’¢“|e’”", n=12,.,N, zatem dane Y, =0,1,.,0 dla

okreslonego n=1,2,...,N sg generowane z rozkladow warunkowych:

- Lt 1,10 8) was)

p(Y, | B i

wokot funkcji regresji, (W42), u, =2 r(X,,5),dla n=12,...,N. Funkcja wiarygodnosci dla

analizy regresji Poissona ma wigc postac:
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]ﬂ[(z 2T(X,, )" exp {— ZN:£ r(x,, ,B)} (W46)

Aby w praktyce postuzy¢ si¢ funkcja regresji r(X,, ) bedaca okreslona funkcjg zmiennej
A = ﬂ0+zlj_:1ﬂjxjn, parametry /S, f,,..., S, musza by¢ oszacowane. Estymatory MNW,

,@O : ﬁ’l,..., ,@k , tych parametrow otrzymuje sie rozwigzujgc K +1 réwnan wiarygodnosci:
0 . i
5 PV 1p)=0, j=012..k. (W47)

J

W przypadku regresji Poissona P(\? | ,B) jest okreslona zgodnie z (W46).

Algorytmy IRLS: Zauwazmy, ze dla rozktadu Poissona zachodzi zgodnie z (W32) oraz
(W42), a*(Y,)=E(Y,)=7,r(x,,B), co oznacza, ze wariancjia c*(Y,) zmiennej objasnianej
nie jest stata lecz zmienia si¢ jako funkcja ¢ oraz X, wchodzgc w analize z roznymi wagami

wraz ze zmiang N . Na fakt ten zwrociliSmy juz uwage przy okazji zwigzku (W35). Poniewaz
uktad rownan wiarygodnosci (W47) jest na ogot rozwigzywany iteracyjnymi metodami
numerycznymi [4], a wariancja o?(Y,) jest rowniez funkcja S, zatem na kazdym kroku
procesu iteracyjnego wagi te zmieniajg si¢ jako funkcja zmieniajacych si¢ sktadowych
estymatora ,3 Algorytmy takiej analizy okreSla si¢ ogdlnym mianem  algorytmow
najmniejszych kwadratow’ iteracyjnie wazonych (IRLS®) [6, 4]. Nazwa ta pozostala jedynie z
powodu ,pierwszenstwa” MNK, ale ogolnie nie odnosi si¢ do MNK, ktéra ma
probabilistyczne znaczenie tylko gdy zmienne Y; majg rozktad normalny.

Uwaga o0 programach: Roézne programy do analiz statystycznych, w tym SAS
wykorzystujacy procedure PROC GENMOD, mogg by¢ uzyte do znajdowania estymatorow

B MNW dla funkcji wiarygodnosci (W46). Rowniez obserwowana macierz kowariancji

" Nalezy jednak pamietaé, ze zwrotu najmniejszych kwadratow™ nie nalezy tu bra¢ dostownie, gdyz
metoda najmniejszych kwadratow ma sens jedynie wtedy, gdy rozktad zmiennej Y jest normalny
(por. Rozdziat W1.3).

¥ iteratively reweighted least squares
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estymatoro’w9 oraz miary dobroci dopasowania modelu, takie jak omowiona dalej dewiancja,

moga by¢ otrzymane przy uzyciu powyzej wspomnianych programow.

W1.3.3.1 Test statystyczny dla doboru modelu w regresji Poissona

Uwaga o wiekszej wiarygodnosci modelu podstawowego: Maksymalna warto$¢ funkcji
wiarygodnosci P(y | ,u) wyznaczona w oparciu 0 (W41) bedzie, dla kazdego zbioru danych i
dla liczby parametréw K+1< N, wicksza niz otrzymana przez maksymalizacje funkcji
wiarygodnosci (W46). Jest tak, poniewaz w wyrazeniu (WA41) na funkcj¢ wiarygodnos$ci

modelu podstawowego nie narzuca sie Zadnych ograniczen na posta¢ u,, natomiast (W46)

wymaga aby u, = ¢, r(x,,).

Pomysl o tym tak: Model podstawowy dopasowuje si¢ do danych, w kazdym punkcie z
osobna, lezgc zgodnie z (W40) maksymalnie blisko tych danych, natomiast MNW dla
modelu regresji z, EE(Yn):E r(xn,ﬁ), n=12,..,N, (W42), wyznacza krzywa regresji

n

przechodzaca pomig¢dzy punkami pomiarowymi.

Hipoteza zerowa o nie wystepowaniu braku dopasowania w modelu nizszym: Zgodnie z
powyzszym zdaniem, analiz¢ doboru modelu regresji mozna rozpocza¢ od postawienia
hipotezy zerowej wobec alternatywnej. W hipotezie zerowej wyrdéznimy proponowany model
regresji. Wybor modelu badanego oznacza wybor funkcji wiarygodnosci (W46) z nim
zwigzane;.
Stawiamy wigc hipoteze zerowa:

Hy:u, =¢,r(x,,8), n=12,.,N, (W49)
ktora odpowiada wyborowi modelu z funkcjg wiarygodnosci (W46), wobec hipotezy
alternatywnej:

H,: u, nie maograniczonej postaci,n=1,2,...,N, (W50)
ktora odpowiada wyborowi modelu podstawowego zawierajacego tyle parametrow g, ile jest

punktéw pomiarowych, tzn. N, z funkcjg wiarygodnosci (W41).

® Obserwowana macierz (wariancji-) kowariancji \7([3’) estymatorow ﬁ MNW jest zdefiniowana
jako odwrotnos$¢ macierzy obserwowanej informacji Fishera [6,1] (por. (D15)):

V(B)=iF(p). (W48)
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Niech wigc P(V| ,B) jest maksymalng wartoscig funkcji wiarygodno$ci okreslong jak w
(W46). Oznacza to, ze w miejsce parametrow [ = (ﬂo, Loy ,Hk) podstawiono ich estymatory
,3 = (ﬁ’o, ﬁ’l,..., Bk) wyznaczone przez MNW, jako te ktore maksymalizujg funkcje

wiarygodno$ci (W46). Podobnie rozumiemy funkcje wiarygodnosci P(\Fl ,[1) modelu

podstawowego.

Poniewaz celem kazdej analizy jest otrzymanie mozliwie najprostszego opisu danych, model
M, = Enr(xn, ,8) zawierajacy K+1 parametrow /[, bedzie uznany za dobry, jesli maksymalna
warto$¢ funkcji wiarygodnos$ci wyznaczona dla niego, begdzie prawie tak duza, jak funkcji
wiarygodnos$ci dla nie niosgcego zadnej informacji modelu podstawowego z liczba
parametrow g, r6wna licznie punktéw pomiarowych N . Sformutowanie prawie tak duza”
oznacza, ze warto$¢ funkcji wiarygodnosci P(y| ,@) nie moze by¢ istotnie statystycznie
mniejsza od P(y | ,[1) Zasadniczo powinno to oznacza¢, ze musimy poda¢ miary pozwalajace

na okre$lenie statystycznej istotno$ci przy postugiwaniu si¢ intuicyjnym parametrem obcigcia
€ (Rozdziat W1.2). Okazuje si¢, ze dla duzej proby, miary typu (W51), podane ponizej,
uzyskuja cechy pozwalajace na budownie wiarygodnosciowych obszarow krytycznych

nabywajacych charakteru standardowego (czestotliwosciowego).

Okreslenie dewiancji: Wprowadzmy statystyke typu ilorazu wiarygodnosci:

p(3)= -2 In{ P(Y | ﬁ)} (W51)

P(v1 2)
nazywang dewiancjq (deviance) dla modelu regresji, w tym przypadku dla modelu Poissona z

okreslona postacia g, =/ nr(xn, [)’). Stuzy ona do badania dobroci dopasowania modelu z

zadang postacia L, :Enr(xn, ﬁ) w stosunku do modelu podstawowego, bez narzuconej

postaci na u,, tzn. do stwierdzenia, czy P(y|p) jest istotnie mniejsza od P(y|z), co
sugerowaloby istotny statystycznie brak dopasowania badanego modelu z, = Enr(xn, ﬂ), do

danych empirycznych. Jak pokazemy ponizej dewiancja moze by¢ rozumiana jako miara
zmiennosci reszt (tzn. odchylenia warto$ci obserwowanych w probie od warto$ci

szacowanych przez model) wokot linii regresji, na ktorej leza wartoSci przewidywane Y,

przez model [1].
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Przy prawdziwosci hipotezy H,:pu, = Enr(xn, ,6), rozktad dewiancji D(ﬁ) dla regresji
Poissona, mozna asymptotycznie przyblizy¢ rozktadem chi-kwadrat (por. dyskusja w [4,6]) z

N —k —1 stopniami swobody.

Wyznaczenie liczby stopni swobody dewiancji: Podana liczba stopni swobody dewiancji
D(ﬁ) wynika z nastgpujgcego rozumowania. Zapiszmy (W51) w postaci:
D(3)+2in PV | 3)=2In PV | &2), (W52)

co po skorzystaniu z (W46) dla £ = 2 ma postaé:

D(3)-23,r(x,. B)= 2 P | )+ 2 In(ﬁYn !J -2 In(ﬁ(é e 8)" } (W53

n=1 n=1 n=1

Mozna zauwazy¢, ze prawa strona tego rownania ma N -stopni swobody. Istotnie, ze wzgledu
na (W40)*°, 7= (&) =(,), n=12,...,N, liczba niezaleznych zmiennych po prawej strony
powyzszego rownania, ktorych wartosci trzeba okres§lic z eksperymentu, wynosi N .
Natomiast drugi sktadnik po lewej stronie ma liczbg stopni swobody rowng k+1, co jest
liczbg estymatoréw parametrow strukturalnych ,3 modelu regresji, ktorych wartosci trzeba

okresli¢ z eksperymentu. Poniewaz liczba stopni swobody po prawej i lewej stronie rownania

musi by¢ taka sama, zatem liczba stopni swobody dewiancji D(3) wynosi N —k —1.

Decyzja testu statystycznego: Z powyzszego wynika, ze dla bardzo duzej probki dewiancja
D(ﬁ) posiada, przy prawdziwosci hipotezy H;:pu, = fnr(xn, ﬂ) (W49) w przyblizeniu
rozktad chi-kwadrat z N —k —1 stopniami swobody. Zatem, przyblizony statystyczny test
dobroci dopasowania (tzn. niewystgpowania braku dopasowania) modelu z, = Enr(xn, ,B) do
danych w stosunku do modelu podstawowego, moze zosta¢ wykonany przez sprawdzenie czy

w zaobserwowanej (obs) probce Y =y, wartosci estymatorow MNW A= 4., modelu

regresji (W42) oraz i = ji,,, =y modelu podstawowego (W40), daja wartos¢ dewiancji
D(3)= D(A.):

D(3,.)= —2ln[%(%} , (W54)

W przyjetym przedstawieniu danych jak dla diagramu punktowego, N jest ogolnie liczba punktow
pomiarowych (réwng liczbie wariantow czy komorek). Tylko dla modelu podstawowego jest N
réwniez liczbg parametrow.
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ktora jest nic mniejsza niz warto$¢ krytyczna w prawym ogonie rozktadu chi-kwadrat z

A

N —k —1 stopniami swobody [4]. Przyjecie przez D(ﬁ

obs) warto$ci rownej lub wigkszej od

krytycznej skutkuje odrzuceniem hipotezy zerowej. Alternatywnie, majac warto$ci D(ﬁ bs) :

[o]
mozna policzyé empiryczny poziom istotnosci p=Pr(y; > D(,éobs)) i porownaé jego
warto$¢ z przyjeta (w dziedzinie badan) warto$cig poziomu istotnosci o [12]. Gdy p<a

wtedy odrzucamy hipoteze zerowa Hp, ktora mowi o nie wystepowaniu braku dopasowania w
badanym modelu regresji w porownaniu z modelem podstawowym 1 decydujemy si¢ na

statystycznie uzasadniong rozbudowe¢ modelu, o dalsze parametry strukturalne. Gdy p >«

wtedy nie mamy podstaw do odrzucenia hipotezy zerowej Ho.

Uwaga dotyczaca zapisu indeksu obs: W dalszej czg¢éci bedziemy pomija¢ indeks ‘obs’ w
indeksie warto$ci estymatora w probce, za wyjatkiem sytuacji, gdy rozréznienie pomigdzy

estymatorem jako statystyka, a jego realizacja w probce, nie wynika jasno z kontekstu.

W1.3.3.2 Testy ilorazu wiarygodnoSci

Dewiancje dla hierarchicznych klas modeli moga stuzy¢ do budowy testow stosunku

wiarygodno$ci. Zwréémy szczegdlnie uwage na funkcje wiarygodnosci (W46) zawierajaca

Przypu$émy, ze chcemy zweryfikowa¢ hipotez¢ o tym, ze k—r (gdzie 0<r <k) ostatnich

parametrow bedacych sktadowymi wektora S jest rownych zeru.

Hipoteza zerowa, o nicistotnosci rozszerzenia modelu nizszego do wyzszego, ma wtedy
postac: Hy:Bu=B.,=...=5 =0, (W55)
Hipoteza alternatywna H, mowi, ze przynajmniej jeden z parametréw strukturalnych

Bt Brins By jestrozny od zera.

Funkcja wiarygodno$ci przy prawdziwosci hipotezy zerowej H,, (W53), ma postac taka jak
w (W46), tyle, ze zastapiono w niej parametr # parametrem g, :

B z(ﬁo,ﬂl,...,ﬂr ;0,0,...,O) gdzie liczba zer wynosi k —r . (W56)
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Oznaczmy funkcje wiarygodnosci tego modelu jako P(Y~ | Bn), @ ﬁ(r) niech bedzie
estymatorem MNW wektorowego parametru f,,, Wyznaczonym przez rozwigzanie

odpowiadajacego mu uktadu rownan wiarygodnosci (oczywiscie dla niezerowych parametrow
Bo By B.).  Estymator B, =(By, By B 00,..,0) maksymalizuje funkcje

wiarygodnoS$ci P(Y~ | By )

Test ilorazu wiarygodnosci dla weryfikacji hipotezy H, przeprowadzamy postugujac si¢

statystykq ilorazu wiarygodnosci:

ktora przy prawdziwo$ci hipotezy zerowej ma asymptotycznie rozktad chi-kwadrat z k—r

stopniami swobody, co wida¢, gdy zapiszemy (W57) jako réznice dewiancji:

~2In {T()(Yll%)y)] 21 [ﬂ{\f%)f)] 21n {%Y'—ﬂﬂ D(3,)-Dl3),  (ws8)

oraz skorzystamy z podobnej analizy jak dla (W53).

Zatem, przy prawdziwosci hipotezy zerowej (W55), ktora mozna zapisa¢ jako
Hy: =P, =...= B, =0, roznica D(ﬁ(r))— D(8) ma dla duzej proby w przyblizeniu
rozktad chi-kwadrat z k —r stopniami swobody. Natomiast decyzja testu statystycznego ma

w przypadku postugiwania sie¢ statystyka testowa (W57) analogiczny przebieg jak dla

omowionej poprzednio przypadku dewiancji.

Whiosek: Jesli uzywamy regresji Poissona do analizowania danych empirycznych, modele
tworzace hierarchiczne klasy moga by¢ porownywane miedzy soba poprzez wyznaczenie
statystyki ilorazu wiarygodnosci (W57), lub co na jedno wychodzi, poprzez wyznaczenie
roznicy (W58) migdzy parami dewiancji dla tych modeli. Nalezy przy tym pamigta¢ o
wniosku jaki juz znamy z analizy dewiancji, ze im model gorzej dopasowuje si¢ do danych

empirycznych tym jego dewiancja jest wigksza.
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W1.3.3.3 Podobienstwo dewiancji do SKR analizy czestotliwoSciowej

Warunkowe wartosci oczekiwane u, =E(Y,)=¢,r(x,,5), n=12,..,N, (W42), sa w
analizie regresji przyjmowane jako teoretyczne przewidywania modelu regresji dla wartosci
zmiennej objasnianej Y, , zwanej odpowiedzia (uktadu).
W proébie oszacowania x, = E(Y,) =/¢,r(x,,) oznaczamy jako YAn. W n-tej komorce jest
0Nno nastepujace:

Y =0 r(x,5), n=12,...,N, (W59)
zgodnie z wyestymowang postacig modelu regresji. Wykorzystujac (W59) w (W46) mozemy
zapisa¢ dewiancj¢ modelu (W51) nastepujaco:

HYnYn exp| — iv) (W60)

tzn:
p(3)= 2&{\(” ln(\f—”J ~(v, -, )} . (W61)

Podobienstwo D do SKR: Powyzsza postaé dewiancji oznacza, ze D(f) zachowuje si¢ w
ponizszym sensie jak suma kwadratow reszt SKR = Z::l:l(Yn —YAn)2 w standardowej
wielorakiej regresji liniowej. Otéz, gdy dopasowywany model doktadnie przewiduje
obserwowane wartosci, tzn. \fn =Y,,n=12,..,N wtedy, jak SKR w analizie standardowej
[4,8], tak D(3) w analizie wiarygodnosciowej jest rowne zeru [4]. Z drugiej strony warto$é
D(ﬁ) jest tym wigksza im wigksza jest roznica migdzy wartoSciami obserwowanymi Y, |

wartosciami przewidywanymi YAn przez oszacowany model.

Asymptotyczna posta¢ D: W analizowanym modelu Y,, n=1.2,..,N sa niezaleznymi

A

zmiennymi Poissona (np. zmiennymi czgsto$ci), natomiast wartosci Y, sa ich

przewidywaniami. Nietrudno przekonaé si¢, ze gdy wartosci przewidywane maja rozsadng
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wartos¢™, np. Y. >3 oraz (Y,-Y.)<<Y., n=12.,N tak, ze (Y,-Y )Y, <<1, wtedy

wyrazenie w nawiasie kwadratowym w (W61) mozna przyblizy¢ przez (Y, —Vn)zl(ZYn), a
statystyke (W61) mozna przyblizy¢ statystyka o postaci:
Ny, -,
2= Zg%f , (W62)
n=1 n

ktora (dla duzej proby) ma rozktad chi-kwadrat z N —k —1 stopniami swobody [4].

W1.4 Zasada niezmienniczosci ilorazu funkcji wiarygodnosci

Z powyzszych rozwazan wynika, ze funkcja wiarygodnosci reprezentuje niepewnos$¢ dla
ustalonego parametru. Nie jest ona jednak gestosciag rozktadu prawdopodobienstwa dla tego
parametru. Pojecie takie byloby calkowicie obce statystyce klasycznej (nie wiaczajac
procesOw stochastycznych). Inaczej ma si¢ sprawa w tzw. statystyce Bayesowskiej. Aby
zrozumie¢ réznicg pomiedzy podejsciem klasycznym i Bayesowskim [12] rozwazmy

transformacje¢ parametru.

Przyklad transformacji parametru: Rozwazmy ecksperyment, w ktérym dokonujemy

jednokrotnego pomiaru zmiennej o rozktadzie dwumianowym (W8). Funkcja wiarygodnosci

m
ma wigc postac P(6) :(x j@x(l—a)m‘x. Niech parametr m=12 a w pomiarze otrzymano

X =9. Testujemy model, dla ktorego 6 =6, =3/4 wobec modelu z € =6, =3/10. Stosunek
wiarygodno$ci wynosi:
m

P(6,=3/4) _ (x
P(8, = 3/10) (m

jglg (1_ ‘91)3

=173.774 (W63)
]029 (1_ ‘92 )3

>

Dokonajmy hiperbolicznego wzajemnie jednoznacznego przeksztatcenia parametru:

w=1/0. (W64)

! Zauwazmy, ze statystyka (W61) moze mie¢ mylaco duza wartos¢ gdy wielkosci YAn sg bardzo

mate.
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~ m
Funkcja wiarygodnosci po transformacji parametru ma postaé P(l//):[ ](1/ w) (1-Uw)"™.
X
Wartos$ci parametru y odpowiadajace wartosciom 6, i 6, wynosza odpowiednio y, = 4/3
oraz w,=10/3. Latwo sprawdzi¢, ze transformacja (W64) nie zmienia stosunku
wiarygodnosci, tzn.:

P(y,=4/3) _ P(6,=3/4)

il =173.774. (W65)
P(w,=10/3) P(6, =3/10)

Niezmienniczo$¢ stosunku wiarygodnosci: Zatem wida¢, ze stosunek wiarygodnos$ci jest
niezmienniczy ze wzgledu na wzajemnie jednoznaczg transformacj¢ parametru. Gdyby

transformacja parametru byta np. transformacja “logit” w =In(&#/(1-6)) lub paraboliczng

w = 607, to sytuacja takze nie uleglaby zmianie. Rowniez w ogdélnym przypadku transformacji
parametru wlasno$¢ niezmienniczosci stosunku wiarygodnosci pozostaje stuszna. Oznacza to,
ze informacja zawarta w probce jest niezmiennicza ze wzgledu na wybor parametryzacji, tzn.
powinnismy by¢ w takiej samej sytuacji niewiedzy niezaleznie od tego jak zamodelujemy
zjawisko, o ile r6znica w modelowaniu sprowadza si¢ jedynie do transformacji parametru. W
omawianym przyktadzie powinni$émy réwnie dobrze méc stosowaé parametr 8, jak 1/6, 6%,

czy In(d(1-0)).

Uwaga o transformacji parametru w statystyce Bayesowskiej: Natomiast sytuacja ma si¢
zupehie inaczej w przypadku Bayesowskiego podejscia do funkcji wiarygodnosci [12], w
ktorym funkcja wiarygodnos$ci uwzglednia (Bayesowski) rozktad prawdopodobienstwa

f (6| x) parametru €. Oznacza to, ze Jakobian transformacji 8 — y parametru, modyfikujac

rozklad parametru, zmienia réwniez funkcj¢ wiarygodno$ci. Zmiana ta zalezy od warto$ci
parametru, réznie zmieniajac licznik i mianownik w (W63), co niszczy intuicyjng wlasno$é

niezmienniczosci ilorazu wiarygodnosci ze wzgledu na transformacje parametru [6].

Do zagadnienia uzytecznosci wlasnos$ci niezmienniczosci ilorazu funkcji wiarygodnos$ci przy

konstrukeji przedziatu wiarygodnosci, powrocimy w dalszej czesci.
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Dodatek. MN'W na przykladzie analizy modeli regresji Poissona

Ponizej przedstawimy na przykladzie dziatanie MNW w estymacji parametréow modelu

regresji Poissona [1] oraz pokazemy jak polgczyé wnioskowanie statystyczne z tworzeniem
odpowiedniej procedury pakietu SAS.
Przyjmijmy wigc, ze zmienna objasniana jest zmienng losowag Y przyjmujaca wartosci y
zgodnie z rozktadem Poissona (W31), p(y|u)=p’e*/y! , y=01..,0. Jak
wspomnieliSmy we Wprowadzeniu, rozktad Poissona (W31) jest czesto uzywany do
modelowania pojawiania si¢ rzadkich zdarzen, takich jak np. nowych przypadkow awarii w
pewnej populacji w pewnym okresie czasu albo zaj$cia okreslonej liczby wypadkow
samochodowych w pewnym okreslonym miejscu w ciggu roku.

Analizg regresji Poissona stosuje si¢ w modelowaniu zachowania si¢ zmiennej
objasnianej przyjmujacej, z natury tej zmiennej, dyskretne realizacje widoczne w danych i
powstate np. ze zliczen modyfikowanych zmiennymi objasniajacymi (hazywanych
czynnikiami). Po pierwsze, wyjasnimy jak konstruowac posta¢ modelu regresji Poissona dla
tzw. ryzyka wzglednego i zastosujemy przedstawiong we Wprowadzeniu estymacje MNW
parametrow modelu. Zastosowanie wnioskowania zwigzanego z weryfikacja hipotez o braku

dopasowania w modelu nizszym przedstawimy w drugiej kolejnosci.

D1.1 Przyktad danych dla regresji Poissona

Aby zilustrowa¢ dziatanie MNW w analizie regresji Poissona rozwazmy dane
przedstawiajace awari¢ urzgdzenia okreslonego typu (pomijajac awari¢ niszczacg catkowicie
urzadzenie). Tego typu analiza zostala zastosowana ze sporym sukcesem w badaniach
medycznych [4].

Ponizsza Tabela 1 przedstawia dwie przykiadowe probki pobrane z populacji silnikow
serwisowanych samochodow pewnej firmy (nazwijmy ja ,,Auto”) i jej modelu typu ,,Model”,
ktore ulegly niedestrukcyjnej awarii, tzn. takiej, po ktorej silnik mozna jeszcze naprawié nie
zmniejszajac tym samym wielko$ci populacji, z ktérych dokonujemy losowania.

Probki powstaly na skutek losowania pewnej liczby aglomeracji miejskich i1 takiej samej

liczby aglomeracji wiejskich na calym obszarze ziemi, na ktorym firma ,,Auto” ma swoj
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serwis. Probki w obszarach Miejskim i Wiejskim zostaly uporzadkowane wg wariantow
wieku (miesigcy uzywania).

W przyktadzie zmienna zalezna Y jest zmienng zliczen przypadkow awarii silnika. Generalne
populacje dwoch obszarow uzywania samochodoéw zakwalikowano do o$miu wariantow

wiekowych. Stad zmienng Y indeksujemy podwojnym indeksem grupowym, tzn. Y;; 0znacza
liczbe zliczen dla i—tego wariantu wiekowego i j—tego obszaru, gdzie i zmienia si¢ od 1 do
8, natomiast j =0 dla obszaru ,,Miasta” oraz j =1 dla obszaru ,,Wsie”. Oznaczmy przez ¢ i

rozmiar podpopulacji dla i —tego wariantu wieku samochodu i j-tego obszaru.

Celem analizy jest ustalenie, czy ryzyko awarii silnika samochodu, przy dopasowaniu ze

wzgledu na wiek, jest wyzsze w pierwszym badanym obszarze czy w drugim.

D1.2.1 Rola kowarianta

»Wiek” jest wspolng zmienng poboczng dla obu rozwazanych populacji, tzw. kowariantem
zmiennej ,,obszar”. Nalezy wprowadzi¢ go do analizy badz w czlonach interakcji ze zmienng
,obszar” lub jako zaburzenie wptywu gltéwnego, ktorym jest zmienna ,,obszar” [4].
Wprowadzenie ,,wieku” do analizy oznacza, ze zmienna ta jest pod kontrolg oraz, ze
oszacowany parametr, ktorym w naszym przykladzie okaze si¢ by¢ ryzyko wzgledne, jest
estymowany w sytuacji dopasowania zmiennych 1 estymatoréw parametréw modelu ze
wzgledu na zmienng ,,wiek” samochodu. Pominigcie kowarianta oznaczaloby wyznaczanie

surowych estymatorow parametrow.

D1.3 Pojecie ryzyka

Termin ryzyko w rozwazanym przyktadzie odnosi si¢ do (rozwijajacego si¢ z wiekiem)

prawdopodobiefistwa zajscia wady silnika. Przez r; bedziemy oznaczaé rzeczywiste

populacyjne ryzyko w grupie (i, j).
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D1.3.1 Analogia ryzyka awarii i prawdopodobienstwa zaj$cia porazki na jednostke

czasu. Estymowane tempo defektu

Rozwazmy rozktad dwumianowy z parametrem prawdopodobienstwa p oraz parametrem
liczby losowan m. Zwigzek okre$lajacy oczekiwang liczbe sukceséw w m losowaniach

Bernoulliego = m p, mozna zapisa¢ nastgpujaco:

P
=(m-At)— , D1
p=(m-At) At (D1)
skad wida¢, ze jeSli At jest czasem prowadzonego badania, wtedy |=m-At jest

zakumulowang w tym czasie liczba ,,samochodo—lat”, a

p
r=— D2
A (D2)

jest tzw. intensywnoscia, czyli prawdopodobienstwem zajscia zdarzenia na jednostke czasu,

nazywanym ryzykiem.

o , L e ~ p ,
Pojecie ryzyka: Ze wzgledu na to, ze u jest liczebno$cia, zwiazek u = (m . At)E ma postac
analogiczng do stosowanej w analizie regresji Poissona postaci funkcji regresji (W42)
wy = Lyr; [4, 1], dla warto$ci oczekiwanej g liczby zliczef zdarzef awarii w grupie (i, j),

gdzie ¢,, ktory jest odpowiednikiem (m-At), jest parametrem okreslajacym liczbe

ij>

wszystkich wynikow zakumulowanych w czasie badania.

Ryzyko w grupie (i, j) jest zdefiniowane jako:

Hij
S B D3
] gij ( )
Jest ono analogiem intensywnosci (awarii) r = ﬁ :
m-

Oszacowane ryzyko, nazywane tempem defektu rozumianego jako porazka, jest
definiowane jako:
Y

Fo=—L , D4
1] f N ( )

ij
gdzie Yjj jest iloscig zaobserwowanych zliczen defektow silnika dla podgrupy (i, j), a £
oznacza zakumulowang (tzn. sumaryczng) dtugo$¢ czasu wolnego od defektu dla wszystkich

samochodéw w tej podgrupie. Zatem f;; mierzy liczbe defektow w stosunku do catkowitej
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zakumulowanej liczby wszystkich samochodow poddanych serwisowaniu w danej podgrupie
na ustalong jednostk¢ czasu (np. roku). Zwroémy uwage, ze wystepujaca w liczniku (D4)

zmienna Yjj nie jest w ogo6lnosci estymatorem MNW parametru g; dla modelu regresji

Poissona, chociaz jest tak dla modelu podstawowego. Dla modelu regresji zamiast

LY,
empirycznego zwigzku (D4) pojawia si¢ zgodnie z (W59) estymator r(x;, B) = gi .
ij
D1.3.2 Ryzyko wzgledne
Stosunek:
r
Rui =+ (D5)
I

jest parametrem nazywamym ryzykiem wzglednym lub ilorazem ryzyk, ktory w tym przypadku
jest stosunkiem r,; dla populacji ,,Wiejskiej” w i —tym wariancie wiekowym do ryzyka r,, dla
populacji ,,Miejskiej”, rowniez w i —tym wariancie wiekowym.

Jezeli R, =1, to ryzyka populacyjne sa takie same w obu i—tych wariantach wiekowych,
jezeli R, >1, to ryzyko dla Wsi jest wyzsze niz dla Miast w danym wariancie wieku
samochodu.

Alternatywne nazwy ryzyka wzglednego.

Innymi uzywanymi okresleniami (wskaznika) ryzyka wzglednego R, =1, /K, sa: stosunek
temp, stosunek intensywnosci (IDR), iloraz zapadalnosci, stosunek czgstosci, iloraz

prawdopodobienstw lub po prostu, stosunek ryzyk.
D1.4 Uwaga o ogolnym indeksowaniu podgrup populacji

W ogblnych rozwazaniach, kazda warto$¢ indeksu grupowego j=1,2,...,N, wskazuje j-tg
(generalng) populacje, w ktorej (nielosowe) czynniki X;, i=1,2,...,p, przyjmuja ustalone, im
wlasciwe warto$ci. W ten sposob liczba wszystkich (pod)populacji wskazanych indeksem |
oraz wartosciami zmiennych X;, i=1,2,....p wynosi N xz, xz, x...x Z,, gdzie z, jest liczba
dyskretnych wartosci, ktore przyjmuje zmienna X;. W kazdej z tych podpopulacji zmienna

losowa Y oznaczamy jako Y, L gdzie I =1,..z dlai=1,2,...,p, a jej zmierzong warto$¢

,,,,,

jako y, ,.j- Zbior wszystkich Y|, ; tworzy probg oznaczang tak jak poprzednio przez Y.
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D1.5 Dane dla przykladu

Tabela 1 danych dla przykladu: Poroéwnanie wystgpienia awarii silnika samochodow
»2Model” firmy ,,Auto” uzytkowanych przez mieszkancow obszaréw Miejskich oraz
Wiejskich na catym obszarze dostgpnym przez serwis tej firmy. Liczebno$ci wystepujace W
tabeli w sg sumarycznymi liczebno$ciami dla probki powstatej z wszystkich wylosowanych
aglomeracji Miejskich (lub Wiejskich).

Wiek grupy Obszary Miejskie Obszary Wiejskie Estymowany
samochodow wskaznik
(W miesigcach) Ilos¢ | Rozmiar Ios¢ Rozmiar ryzyka, g(_j2|e
. . . obszar Miast
przypad- | probek przypadkow | probek .
. - . jest grupg
koéw | serwisowanych serwisowanych referencyin
samochodoéw samochodow yjna
0-12 1 172675 4 181343 3,81
13-24 16 123065 38 146207 2,00
25-36 30 96216 119 121374 3,14
37-48 71 92051 221 111353 2,57
49 - 60 102 72159 259 83004 2,21
6172 130 54722 310 55932 2,33
73-84 133 32185 226 29007 1,89
85 + 40 8328 65 7538 1,80

Uwaga: Dla danych w Tabeli 1 dotyczacych jednego wariantu wielu badan serwisowych w
populacji ,,Miejskiej” (j=0) lub ,,Wiejskiej” (j=1), jedna liczba w kolumnach 3 lub 5 podajaca
rozmiar probki, jest rozumiana jako liczba samochodo—lat w czasie prowadzonego badania

dla okreslonego j-tego obszaru i i-tego wariantu wieku podgrupy (i, j), gdzie i =1,2,...,8.

D1.5.1 Cel badan
W ostatniej kolumnie Tabeli 1 podano estymowane z pobranych probek ryzyka wzgledne, w

kazdym z wariantow wiekowych. W kazdym wariancie wieku, ryzyka wyniosty wigcej niz 1,

co jasno sugeruje, ze obszar Wiejski ma wyzszy ogdlny wskaznik awaryjno$ci niz Miejski.
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D1.5.2 Uzasadnienie zastosowania rozkladu Poissona w analizie.

Fakt, ze rozktad Poissona jest uzyteczny dla modelowania pewnych typdéw zliczen zdarzen dla
danych serwisowych, jest oparty na tym, ze rozktad Poissona jest przyblizeniem rozktadu

dwumianowego B [12]. Scisle rzecz biorac, rozktad dwumianowy B(m, p) przechodzi w

rozktad Poissona Poisson(y:m p) zmiennej Y tylko granicznie wtedy, gdy przy liczbie
pomiaréw m dazacym do nieskonczonosci i dwumianowym parametrze prawdopodobienstwa
p bardzo matym, warto$ci oczekiwana liczby zdarzen 1= E(Y)=mp pozostaje ustalona na
wartos$ci oczekiwanej rozktadu dwumianowego [12]. W granicy tej oczekiwana dwumianowa
liczba zliczen ,,sukcesow” (warto$¢ oczekiwana g) jest wzglednie mata w pordwnaniu z
liczbg wszystkich wynikow, a rozklad Poissona daje dobre przyblizenie rozktadu
dwumianowego dla rzadkich przypadkéw awarii (ktére sa tu ,sukcesami”). Dlatego
zastosowanie modelu Poissona jest sugerowane, gdy otrzymujemy duzg liczbe wszystkich
wynikéw dla probki pobranej z populacji, w ktérej bada si¢ rozwoj awaryjnosci, np. rozwoj
rzadkiej awarii silnika, tak ze wielkos¢ zakumulowanego (samochodo-) czasu jest duza, a

Jednoczes$nie tempo r; pojawiania si¢ interesujacych nas zdarzen jest mafe.

Dane w Tabeli 1 satysfakcjonujaco spetniaja to zatozenie, gdyz w kazdej kategorii wiekowej
wystepuje stosunkowo maty udzial wzgledny przypadkow awarii w poréwnaniu do rozmiaru,
tzn. liczby wszystkich wynikow w odpowiedniej probce pobranej z podpopulacji. Jednak
pelna analiza powinna obejmowac test nieparametrycznej hipotezy o typie rozkladu, z ktérego

generowane sg dane [5]. Przemyslenie tego faktu pozostawiamy czytelnikowi jako ¢wiczenie.
D1.5.3 Przyklad fizycznego odpowiednika danych w przykladzie.

Pojecie ,,serwisowego” ryzyka wzglednego nie jest niepodobne do zadnej wielkoSci
pojawiajacej sie np. w modelach fizycznych. Jej fizycznym odpowiednikiem jest iloraz
przekrojow czynnych stosowany do opisu zaj$cia badanego procesu, ktory jest typem
kontrastu réznych mozliwych kanatdow zachodzacej reakcji. W przypadku, gdy zmienna
objasniana ma pewien rozktad z warto$cig oczekiwang zmieniajacg si¢ w zaleznosci od
wariantow zmiennej glownej oraz zmiennych pobocznych (kowariantow), wtedy w
przypadku braku interakcji zmiennej gtownej ze wspomnianymi kowariantami, zastosowanie
stosunku temp moze by¢ przyczyna ,,zniknigcia” wptywu tych drugich na wartos$¢ ilorazu. W

przypadku braku interakcji sytuacja ta bytaby wigc podobna do oméwionej w Rozdziale D1.7.
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D1.6 Réwnanie regresji Poissona ze zmiennymi ukrytymi

Zmienng objasniang Y jest liczba zliczen defektow (silnikow) otrzymanych dla kazdej
podgrupy, ktdrej wartosci sg wyjasniane w regresji przez ustalong liczbg czynnikéw Xi, Xo, ...,
Xk . Analize dla regresji Poissona, oméwimy na przyktadzie danych z Tabeli 1 opisujacych
liczbe niedestrukcyjnych awarii silnika dla samochodow sklasyfikowanych wg wariantow
wiekowych w Miastach i Wsiach.

Jedyna modelowa ro6znica pomiedzy regresja Poissona a standardowg regresja wieloraka jest
to, ze pierwsza zaklada zastosowanie rozkladu Poissona, podczas gdy druga zaklada
zastosowanie rozktadu normalnego, co oczywiscie wplywa na postaé rownania regresji
zgodnie z uwagami zawartymi pomiedzy (W43) a (W44). Rownanie (W42) jest trescig
rébwnania regresji pierwszego rodzaju. Jego wspotczynniki musimy oszacowac na podstawie
pobranej probki odwotujac si¢ do MNW. Rownanie regresji z oszacowanymi
wspotczynnikami nazywamy rownaniem regresji drugiego rodzaju. Funkcja wiarygodnosci

dla analizy regresji Poissona ma ogo6lng posta¢ (W46) [4, 1].

D1.6.1 Indeksowanie grup w przykladzie

W rozwazanym przyktadzie wystepuja dwa czynniki, czynnik ,,0bszar” serwisowania oraz
,wiek” samochodu. Czynnik ,obszar’ przyjmuje 2 wartosci. Zgodnie z juz wczesniej
wprowadzonymi oznaczeniami, poniewaz mamy dwie populacje ,,Miast” i ,,Wsi”, liczba
generalnych populacji N=2 skad, ze wzgledu na ponizej wprowadzone kodowanie zmiennych
ukrytych (tzn. kierunkowych), przyjmujemy j=0,1. Natomiast zgodnie z danymi z Tabeli 1,
(kategoryzujacy) czynnik ,wieku” samochodu przyjmuje z = 8 wartosci. Stad liczba
wszystkich podpopulacji wynosi N xz=2x8=16, a kazdag z podpopulacji (podgrup)
wskazuje para indeksow grupowych (i, j). Zmienne losowe Y oznaczamy jako Y, gdzie i=
1,...8, a j=0,1. Indeksowanie dla populacji i podpopulacji przenosi si¢ automatycznie na

indeksowanie pobranych z tych populacji probek.

Zbudowanie modelu regresji Poissona dla powyzszej sytuacji oznacza opisanie oczekiwanej

liczby przypadkéw awarii silnika, E(Yij), poprzez wprowadzone do modelu zmienne

objasniajace. Liczba zliczen Yjj jest zmienng losowa Poissona (teoretycznie zmienna losowa

dwumianows) z warto$cig oczekiwang rowng g; = £;1; . Rownanie to, dla okreslonej postaci
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zaleznoSci r; od czynnikOw, wyraza tres¢ funkcji regresji pierwszego rodzaju, tzn.

postulowang jej posta¢ w calej generalnej populacjilz.

Analiza regresji Poissona ma ustali¢, czy widoczny ,,na oko” wzorzec danych w Tabeli 1 jest
statystycznie istotny oraz otrzymac estymator ogdlnego ryzyka wzglednego, ktéry bylby
dopasowany ze wzgledu na wiek samochodu (tzn. wiek samochodu jest zmienng pod

kontrolg).

W rozwazanym przyktadzie wystepujg wigc k=2 czynniki, czynnik wplywu gléwnego
X1, ktorym jest ,,0bszar” serwisowania oraz czynnik poboczny X, ,,.wieku” samochodu.
Poniewaz ,,wiek” bedzie klasyfikowany w osmiu kategoriach, uzyjemy do ich wskazania
(indeksowania) siedmiu zmiennych ukrytych [4]. Zmienna ,,0bszar”, ktéra zawiera dwa

warianty, wymaga tylko jednej zmiennej kierunkowej.

Ogolna posta¢ modelu regresji, czyli funkcji opisujacej zmiang wartosci oczekiwanej liczby
awarii (silnika) wraz ze zmiang grupy (i, j), moze by¢ zapisana zgodnie z (W42) [4]
nastgpujaco:

E(Y, )= =415 i=1,2..,8; j=0,1. (D6)
Wspomniane zmienne ukryte (kierunkowe) Uy oraz M wskazujaca w nast¢pujacy sposob [4]

odpowiednio wariant ,,wieku” oraz ,,obszaru”:

(1 jesli k=i, gdzie i=1,2,..,7
Uk = (D?)
0 w przeciwnym wypadku

(1 jesli j=1 (Wsie)
M =2 o . (D8)
0 jesli  J =0 (Miasta)

2 We wstepnych rozwazaniach indeksowali$my grupy jednym indeksem N . Np. dla grupy n, gdzie n

= 1,2,...,N, zmienng obserwowanej ilosci defektow oznaczaliSmy przez Y,, a calkowita wielkos¢

zakumulowanego czasu dla wszystkich samochodéw w n-tej podgrupie przez /. Rownanie regresji

miato wtedy posta¢ (W42) u, = E(Yn): l, r(xn,,[;’), n=12,.,N.
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Podstawowa dla wielu analiz regresji Poissona, logarytmiczna posta¢ funkcji ryzyka [6], ktora
pojawi si¢ W (D6) i korzystajaca z kodowania (D7) oraz (D8) ma w przypadku bez interakcji
nastepujaca postac:
7
Model 1: Inr, =a+> aU, +BM . (D9)
k=1

Korzystajac z kodowania (D7) i (D8), mozemy w powyzszym ,,Modelu 17 ryzyka, wyrazi¢ r;

poprzez parametry «; i # w nastgpujacy sposob:

Inr, =a+¢, oraz Inr,=a+o,+ 4, 1=12,..,7, (D10)
oraz

Inrg, =« oraz Inrg,=a+p dlai =8, (D11)
co wynikalo z tego, ze U, =1 dla k=i1=1,2,..,7 oraz U, =0 dlai=38.

Powyzszy przyktad modelowania jest wykorzystywany w estymacji ryzyka rozwijania si¢
uszkodzenia (silnika samochodu) z wiekiem. Bardziej ogdlne i popularne zastosowania
regresji Poissona dotycza modelowania tempa defektow, czyli tzw. intensywnosci procesu, dla

r6znych interesujacych nas podgrup.

Whniosek: Ze zwiazkow (D10) i (D11) widzimy, ze w traktowanych osobno obszarach
»Miejskim” i ,,Wiejskim” ryzyko (tempo awarii) r; zmienia si¢ z wariantem ,,wieku”, co Z
powodu niezerowych oszacowan wspolczynnikow ¢«; bedzie widoczne w ponizszych

raportach SAS.

Uwaga o alternatywnym kodowaniu:
Alternatywnie model moze by¢ zdefiniowany poprzez uzycie o$miu zmiennych
kierunkowych dla wieku i jednej zmiennej kierunkowej dla obszaru [4]. Gdyby zastosowano

osiem zmiennych kierunkowych dla wieku, uzycie wyrazu wolnego byloby btedem.
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D1.7 Estymator ogolnego ryzyka wzglednego w modelu bez interakcji

Ponizej wyprowadzimy wazny wniosek dotyczacy ryzyka wzglednego w modelu bez

interakcji czynnika ,,obszar” z czynnikiem pobocznym ,,wieku”.

Korzystajac z (D10) i (D11) otrzymujemy:
Inr,—Inr, =(a+o, +f-a—a,)=pf , i=12..,7 (D12)
oraz

Inry, —Inr, =(a+p-a)=p, i=8 . (D13)

Korzystajac z (D12) oraz (D13) widzimy, ze ryzyko wzgledne (D4) dla modelu (D9) nie
zawierajacego interakcji jest rowne:
r r .
Rui :i:exp{ln[iﬂ:exp[ln r,—Inr,]=exp[p]l=¢/ , i=12..,8. (D14)
I“iO r‘iO
Powyzszy model pozwala na estymacj¢ wskaznika ryzyka wzglednego dla kazdej kategorii
wiekowej. Czynimy to stosujac MNW do estymacji wspotczynnika Kkierunkowego g
stojacego 0bok zmiennej M i w ten sposob dopasowujac model do danych, a nastgpnie liczac
eksponentg tego estymatora.
Estymator ogoélnego ryzyka wzglednego: Poniewaz estymowany wskaznik ryzyka
wzglednego e’ jest niezalezny od i (tzn. od kategorii wiekowej), zatem mozemy

interpretowac f; = ef jako estymator ogolnego ryzyka wzglednego R,,;, dopasowanego do

wieku, gdzie f jest estymatorem MNW parametru £3.

Whniosek o postaci ryzyka wzglednego w modelu bez interakcji: Dla modelu (D9) bez
interakcji zmiennych ,,0bszar” i ,,wiek” (0znaczonego jako Model 1), ryzyko wzgledne nie

zalezy od wariantu wiekowego, tzn. wptyw ,,obszaru” nie jest modyfikowany przez ,,wiek”.

Rozwazany przyktad przedstawia model statystyczny przydatny do przeprowadzenia analizy
regresji Poissona przy dwoch czynnikach. W ogdlnosci, zamiast dwoch czynnikow (wiek i
obszar), mozemy mie¢ K - czynnikow: Xi, Xy, ..., Xk. Wtedy ogolna metoda dopasowywania
modelu regresji Poissona nie zmienia si¢ 1 polega na wykorzystaniu rozktadu Poissona do

otrzymania funkcji wiarygodnosci, ktora moze by¢ pozniej maksymalizowana w celu
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otrzymania estymatoréw parametréw modelu oraz oszacowanych btedow standardowych
zmaksymalizowanych statystyk MNW. Poniewaz pakiety programow (zawarte np. w
systemie analiz statystycznych SAS) moga wykonywaé takie analizy, zatem uzytkownik
musi jedynie wyszczegolni¢ trafny model, ktory ma by¢ dopasowany. Numeryczna analiza

dla powyzszego przyktadu zostanie przeprowadzona w dalszej cze$ci.

D1.8 Macierz kowariancji i obserwowana informacja Fishera

Dodatkowo procedurami SAS estymowana jest, po pierwsze, obserwowana macierz
kowariancji V(ﬁ) estymatoré6w parametrow S bedaca w metodzie MNW odwrotnoscia

obserwowanej informacji Fishera iF :

- 5(3,)  cop.p) cov
2

(
oo fon)= CoMBB)  S7(B) colBB) |l oy

COV(,BO,,éZ) C:)V( Al’lé2) c (AZ)

oraz po drugie, miary dobroci dopasowania rozwazanego modelu i pewne statystyki
diagnostyczne regresji, uzyteczne dla wykrywania obserwacji wptywowych oraz
wspOtliniowosci [4]. Wszystko to w raportach SASa pojawia si¢ jako cze$¢ wydruku

komputerowego. Wigcej na temat obserwowanej informacji Fishera iF, jej definicji oraz

przyktadéw, mozna znalez¢é w [5, 1].

D1.9 Statystyczne kryterium doboru modelu

Do weryfikacji hipotez o nie wystgpowaniu statystycznie istotnego braku dopasowania w
jednym modelu w poréwnaniu z innym modelem, bedacym cztonkiem tej samej hierarchii
modeli, wykorzystamy logarytmiczny ilorazu zmaksymalizowanych wiarygodnos$ci tych
modeli (W56) oraz dewiacje (W51), jako jego szczegélny typ. W Rozdziale W1.3.3.2
przekonali§my si¢, ze modele mogg by¢ pordwnywane poprzez obliczenie roznic pomigdzy

parami dewiancji tych modeli.

,Model podstawowy” zostal omowiony w Rozdziale W1.3.2. Wiarygodnos¢ proby Y
przyjmuje dla modelu podstawowego posta¢ (W37) a jej posta¢ zmaksymalizowana jest

okreslona zgodnie z (W41).
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Powéd konstrukcji modelu regresji: Powodem analizowania modelu regresji, a nie trwania
przy modelu podstawowym, nie jest sama dokladno$¢ dopasowania (ktéra nie moze byc¢
lepsza niz w modelu podstawowym), lecz proba zrozumienia istoty opisywanego zjawiska
oraz mniejsza liczba parametrow, co wplywa na zmniejszenie kosztow oszacowywania

parametroOw z okreslong doktadnos$cig [4].

D1.9.1 Minimalny oszczedny model opisu danych

Model podstawowy bez struktury parametrow zawiera tyle parametrow ile jest grup danych
pomiarowych, czyli N . Celem analizy regresji jest otrzymanie oszczgdnego opisu danych.
Model u, = E(Yn): Enr(xn,ﬂ), n=12,.,N , zawierajacy k +1 parametrow, uznamy za
oszczedny, jesli ma wartos¢ zmaksymalizowang wiarygodnosci prawie tak duzg, jak dla
modelu podstawowego i jednocze$nie najmniejszg liczbg parametrow funkcji regresji w klasie
modeli hierarchicznych, do ktérych nalezy. Dla modelu oszczednego warto$§¢ dewiancji

wpadnie w wiarygodnos$ciowy obszar przyje¢ hipotezy zerowe;j.

D1.10 Analiza regresji dla przykladu: Model 1

Pierwszy rozwazany model regresji Poissona dla oczekiwanej liczby przypadkoéw
awarii silnika w podgrupach (i, j) ma posta¢ zadang przez (D6) oraz (D9). Jest wiec to
uprzednio wprowadzony Model 1:

E(Y, )= =515 i=12..,8; j=0,1, (D16)
gdzie:

7
Model 1: Inr, =a+> aU, +BM . (D17)
k=1
Zmienne U, byty ,,sztucznie” wprowadzonymi zmiennymi Kierunkowymi (ukrytymi) (D7)
wskazujacymi wariant wiekowy I przyjmujacymi wartosci 0 lub 1, a zmienna kierunkowa M
przyjmowata zgodnie z (D8) wartosci 0 lub 1, wskazujac odpowiednio obszar Miejski lub
Wiejski.
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Dla powyzszego modelu ryzyko wzgledne wynosi (D5):
Ry = -+ , (D18)

a zgodnie z (D14) jego posta¢ redukuje si¢ do:

—af
R =€" (D19)
gdzie e’ jest niezalezne od i, reprezentujac 0golne ryzyko wzgledne dopasowane do

,,wieku”.

Konkretna posta¢ funkcji wiarygodnosci powyzszego modelu jest konsekwencja zatozenia, ze

liczba zliczen Yjj ma rozktad Poissona ze $rednig g4 = /;;r; . Zgodnie z (W46) ma ona w

probee postac:

P(y1(5)= ﬁ{[(f.or.o)“ e [t ][(f ary e ]} | (D20)

i=1 yiO! yil!
gdzie zgodnie z (D10)-(D11) mamy r, =exp(a+a;) i 1, =ep(a+a, +B) dlai =1, .., 7,

oraz ry, =exp(a)ir, =exp(a+ ) dlai=8.

Uzycie pakietu komputerowego dla regresji Poissona bedzie maksymalizowato

powyzsza funkcje wiarygodnosci, dajac 9 estymatorow parametrow badanego modelu:
0,818,846, @5, G, 67, ) (D21)

oraz oszacowang 9x9 - wymiarowg macierz kowariancji (D15).
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D1.11 Analiza numeryczna programem SAS

W celu wykonania selekcji modelu regresji Poissona dla powyzszego przykladu z
wykorzystaniem SAS nalezy utworzy¢ zbidr danych oraz program wyznaczajacy oszacowania
parametrow modelu zgodnie z procedurg jezyka programowania 4GL tej aplikacji. Nastepnie
zbior danych nalezy umiesci¢ w edytorze systemu SAS (Widok -> Enhanced Editor) i
uruchamiajgc wlasciwg procedurg, dokonac przeliczenia modelu (Uruchom -> Przekaz) [12].
Jezyk 4GL dzigki swojej budowie umozliwia przetwarzanie oraz peilng obstuge zbiorow

danych.
Ramka ogoélnej sktadni wprowadzonej procedury ma postac:

proc nazwa procedury data = zbior_danych opcje_procedury;
Instrukcje;

run,;

Niektore z wykorzystywanych ponizej instrukcji potrzebnych w dalszej analizie (zarowno dla
programow wczytujacych dane jak i procedur do analizy modeli), podane zostaly w
Uzupelnieniu 1 na koncu dodatku. Pelny ich wykaz oraz zastosowanie mozna znalez¢ w

pomocy pakietu SAS.

D1.11.1 Dane oraz programy

W analizie rozwazanego przyktadu mozna wykorzysta¢ jeden, ponizszy zbior danych,
wprowadzajac w zalezno$ci od modelu odpowiednie modyfikacje dopiero na poziomie
programu analizujgcego rozwazany model. Wyjasnienie uzywanych polecen jezyka 4GL oraz

opis zmiennych od A do O znajduja si¢ w Uzupetnieniu 1.
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Zbior danych:

data awaria;

inputAY L M Ul U2 U3 U4 U5 U6 U7 UlM U2M U3M U4M U5M U6M U7M O;
In =log(L);

datalines;

1 1 172675 01 00 0O O0O0OOO OOOOTUOTWOO
2 16 123065 00 100 00O0OO OOTOOUO OO
3 30 96216 00 01 0 O0OO0OO0OO0O OOTOOTUOTWOO
4 71 92051 00 00O 1 00O0OO0O OOTOUOTUOOO
5 102 72159 00 0O O 10O0O0O OOTUOUOUOOO
6 130 54722 00 0O OO0O1O0O0 OOTOOTUOTWOO
7 133 32185 00 0O O0OOO0O1O0 OOTOOTUOTWOO
8 40 8328 00 OO OOOOUO OO OOUO OO
1 4 181343 11 000 O0O0O0OT1I OO OO0OTGOTUOO
2 38 146207 1010 0 00 O0O0OT11O0 O0OO0OTO0OO0OO
3 119 121374 10 01 000 OO OT1 OO O0OTOO
4 221 111353 10 001 00 OO O0OO0OT1O0 0 0O
5 259 83004 10 00 010 00O OO OT1 D0 00O
6 310 55932 10 00 0 01 00O OO OOTIZ1T 00O
7 226 29007 10 00 0 OO 10 OO OOT O T11O
8 65 7538 10 00 0 OO OO OO OO OTUOO
run;

Okreslenie funkcji wigzacej (Link Function) oraz czynnika przesuniecia (0ffset Variable):

Funkcja wigzaca Q(u,) wiaze warto§¢ oczekiwang warunkowa g, = E(Yn) z kombinacjg
liniowa zmiennych objasniajacych ujeta w postaci funkeji regresji. W przypadku rozktadu
Poissona funkcja g(,un ) =In(x,), a w przypadku rozktadu normalnego g( . ) =U,.

W omawianych raportach SAS jest ona skonstruowana jako funkcja g(r(x,,/)), zatem dla
rozkladu Poissona otrzymujemy g(r(x,, 3)) = In(r(x,, 3)), gdzie funkcja ryzyka r(x,, ) ma
posta¢ jak w (W44). Poniewaz zgodnie z (W42), u, oraz r(xn, ﬁ) roéznig si¢ czynnikiem
(skumulowanego czasu badania) ¢, =L, zatem w powyzszym programie dla zbioru danych,
pojawita si¢ komenda In = log(L) stuzaca do wczytania niezbednego wyrazenia In(? ).

Natomiast na skutek przypisania W ponizszym programie zmiennej ‘offset’ wartosci

In=In(¢,), wyrazenie to pojawi si¢ w raporcie SAS jako tzw. zmienna przesuniecia (0ffset

Variable).

47



Wczytanie programu analizujacego model:

Po wczytaniu zbioru danych, przystgpujemy do wpisania programu analizujacego konkretng
posta¢ modelu, ktory wykorzysta catos¢ lub cze$¢ powyzszego zbioru danych, w zaleznosci
od modelu regresji Poissona dla przyktadu awarii silnika. | tak dla Modelu 1 program ten,

wykorzystujacy procedure GENMOD, ma nastgpujaca postac:

proc genmod data = awaria;

model Y =M U1 U2 U3 U4 U5 U6 U7 / covb
dist = poisson

link = log

offset = In;

run;

quit;

Uwaga:
Zamiast wpisywa¢ model w powyzszej postaci mozna uzy¢ wprowadzonej zmiennej

klasujacej A i zamieni¢ odpowiednie linie:

ref=8;
class A;
model Y =M A/ corrb

a program SAS odda raport identycznej postaci.

Uwaga: Dodatkowo zamieniono komend¢ wyznaczenia macierzy kowariancji estymatoréw

‘covb’ na polecenie ‘corrb’ wyznaczenia ich macierzy korelacyjne;.

D1.11.2 Wynik analizy numerycznej SAS dla Modelu 1
Jako rezultat wczytania powyzszych danych i uruchomienia procedury GENMOD dla

rozwazanego aktualnie Modelu 1, otrzymujemy raport systemu SAS, ktory ma nastgpujaca

postac:
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Kryterium

Dewiancja
Skalowana dewia
Chi-kwadrat Pearso
Scaled Pearson X2

Log.

Zbidr
Rozktla

Funkcja wiazaca
Zmienna zalezna

System SAS
The GENMOD Procedure

Informacje o modelu

d

Zmienna przesuniecia

WORK.MODEL1

Liczba obserwacji wczytanych
Liczba obserwacji uzytych

Poisson
Log

Y

1n

16
16

Informacje o poziomie klasyfikacji

Klasa

A

wiarogodn

Poziomy Wartosci
8 1234506738

Informacje o parametrach
Parametr Efekt
Prml Intercept
Prm2 M

Prm3 Ul

Prm4 U2

Prm5 U3

Prm6 U4

Prm7 U5

Prm8 U6

Prm9 u7

Kryteria oceny zgodnos$ci

Algorytm osiagnat zbieznosc¢.

Prml
Prm2
Prm3
Prm4
Prm5
Prm6
Prm7
Prm8
Prm9

Prml

0.01074

-0.
-0.
-0.
-0.
-0.
-0.
-0.
-0.

Prml
Prm2
Prm3
Prm4
Prm5
Prm6
Prm7
Prm8
Prm9

001824
009465
009419
009398
009413
009431
009476
009526

0.
0.
0.
0.
0.

0
0
0

St. Wartos$é/st.
SW. Wartosé SW.
7 8.1950 1.1707
7 8.1950 1.1707
7 8.0626 1.1518
7 8.0626 1.1518
7201.8635
System SAS
The GENMOD Procedure
Macierz kowariancji szacunkowych
Prm2 Prm3 Prm4 Prm5
-0.001824 -0.009465 -0.009419 -0.009398
0.002725 -0.000087 -0.000156 -0.000188
-0.000087 0.20953 0.009529 0.009530
-0.000156 0.009529 0.02805 0.009535
-0.000188 0.009530 0.009535 0.01625
-0.000166 0.009529 0.009533 0.009535
-0.000138 0.009528 0.009532 0.009533
-0.000072 0.009526 0.009528 0.009529
2.5943E-6 0.009524 0.009524 0.009524
Macierz kowariancji szacunkowych
Prm6 Prm7 Prm8 Prm9
009413 -0.009431 -0.009476 -0.009526
000166 -0.000138 -0.000072 2.5943E-6
009529 0.009528 0.009526 0.009524
009533 0.009532 0.009528 0.009524
009535 0.009533 0.009529 0.009524
0.01296 0.009532 0.009528 0.009524
.009532 0.01230 0.009527 0.009524
.009528 0.009527 0.01180 0.009524
.009524 0.009524 0.009524 0.01231
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Analiza ocen parametroéow

95% granice

St. Btad przedziatu ufnosci Chi-
Parametr SW. Ocena standardowy Walda kwadrat Pr > chi
kw. .
Intercept 1 -5.4797 0.1037 -5.6828 -5.2765 2794.67 <.0001
M 1 0.8043 0.0522 0.7020 0.9066 237.34 <.0001
Ul 1 -6.1782 0.4577 -7.0753 -5.2810 182.17 <.0001
U2 1 -3.5480 0.1675 -3.8763 -3.2197 448.76 <.0001
U3 1 -2.3308 0.1275 -2.5807 -2.0810 334.36 <.0001
U4 1 -1.5830 0.1138 -1.8061 -1.3599 193.38 <.0001
U5 1 -1.0909 0.1109 -1.3083 -0.8735 96.75 <.0001
[8]9) 1 -0.5328 0.1086 -0.7457 -0.3199 24.06 <.0001
u7 1 -0.1196 0.1109 -0.3371 0.0978 1.16 0.2809
Skala 0 1.0000 0.0000 1.0000 1.0000

UWAGA: The scale parameter was held fixed. (Przedzial ufnosci Wald’a, patrz Uzupehienie 2).

D1.11.3 Oszacowanie parametru i blad standardowy oszacowania dla Modelu 1

Z powyzszego raportu mozemy odczytaé 0szacowanie ,B MNW parametru g

/3 =0,8043 (D22)
oraz blgd standardowy (Se) tego oszacowania wyznaczony jako element macierzy (wariancji-)
kowariancji (D15) [4]:

o} 5= se(3) = (0.002725)'2 = 0,0522 . (D23)

Punktowe oszacowanie f,°%"

dopasowanego ze wzgledu na wiek ryzyka wzglednego R,
wynosi wiec:

lodell — o/ — 08043 — 2 93513 . (D24)
Natomiast 95%-owy wiarygodnos$ciowy przedziat ufnosci Wald’a (patrz Uzupehienie 2) dla

e’ [4], przy odwolaniu si¢ do faktu, Zze dla duzej probki estymator MNW ma w przyblizeniu

rozktad normalny, ma postac:
ep[4+196 5,1 = exp[0,8043+1,96 (0,0522)] = exp(0,8043+0,1023) , (D25)

lub
(e°7°2°,6%9%%%) = (2.01778; 2,47589) . (D26)

D1.11.4 Test hipotezy zerowej z wykorzystaniem statystyki Wald’a
Dla duzej probki, test hipotezy zerowe;j:
Ho: =0 (D27)

0 braku zaleznosci korelacyjnej tempa awarii od lokalizacji, wobec hipotezy alternatywne;j:
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Hi =0, (D28)

moze by¢ przeprowadzony z zastosowaniem statystyki Wald’a [4] (patrz Uzupetnienie 2):
U= ﬂfo . (D29)

G,

B

Przy prawdziwosci hipotezy zerowej Ho: S =0 statystyka U ma asymptotycznie rozktad
normalny N(0O,1).

Dla rozwazanego przyktadu warto$¢ statystyki Wald’a wynosi:

y = 28043-0 15,408 | (D30)
0,0522

natomiast empiryczny poziom istotnosci [4, 1] ma wartos¢ (wyznaczong np. w pakiecie

kalkulacyjnym Excel):
p = Pr(u] >15,408) < 0,0001 . (D31)

D1.11.5 Whniosek

Ze wzgledu na p<0,0001 przeprowadzona analiza regresji Poissona wskazuje na
statystycznie istotny wptyw lokalizacji (tzn. na statystyczng istotno$¢ wprowadzenia
parametru S przy zmiennej kierunkowej M wskazujacej lokalizacje). Ze wzgledu na wartos¢

08043 = 223513 ogolne, dopasowane ze

oszacowanego ryzyka wzglednego f, e/ =¢
wzgledu na wiek, tempo awarii silnikow samochodéw na Wsiach jest okoto 2,2 razy wicksze
niz w Miastach. Wyznaczony 95%-owy wiarygodnosciowy przedzial ufnosci dla ogdlnego
dopasowania ryzyka wzglednego wynosi (2,01776; 2,47591).

Do analizy Modelu 1 wrécimy jeszcze ponizej, aby omowi¢ interakcje czynnika ,,wiek” ze
zmienng ,,obszar”, badz uwzglednienie ,,wieku” jako ewentualnego zaburzenia w modelu [4]

oraz poréwnac dobro¢ dopasowania Modelu 1 z innymi modelami w hierarchii.
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D1.12 Charakter kowarianta ,,wiek” - interakcja czy zaburzenie

Glownym wptywem interesujacym nas w analizie ryzyka jest zmienna ,,obszar”. W formule
(D14) na ryzyko wzgledne, zmienna wiek okazata si¢ nawet nie wystgpowaé. Jednak w
wyprowadzeniu (D14) nie braliSmy pod uwage mozliwoSci Wystepowania zmiennej
pobocznej ,,wiek” jako kowarianta w interakcji ze zmienng ,,obszar”. Przyjrzyjmy si¢ wiec
blizej charakterowi zmiennej ,,wiek” z punktu widzenia sposobu wprowadzenia jej do modelu

regresji.

Punkt 1. Zmienna poboczna ,,wiek” moze by¢ wprowadzona do multiplikatywnego czlonu
interakcji ze zmienng ,,obszar”. Rozwazanie tej mozliwo$ci zwigzane jest z odpowiedzia na
pytanie o to czy zmienna ,,wiek” modyfikuje wptyw zmiennej ,,obszar”, t0 znaczy, czy wptyw
zmiennej ,,obszar” mierzony ryzykiem wzglednym, rézni si¢ dla r6znych wariantow wieku?

Punkt 2. Zmienna ,,wiek” moze by¢ wprowadzona do modelu tylko jako zaburzenie.
Mozliwos¢ ta jest rozwazana wtedy, gdy po analizie Punktu 1, okazato si¢, ze wprowadzenie
zmiennej ,,wiek” do modelu w cztonie interakcji jest nieistotne statystycznie. W takiej
sytuacji rozwazamy czy zmienna ,,wiek” jest zaburzeniem, tzn. czy powinna znalez¢ si¢ w
modelu w jakiejkolwiek formie po to, aby da¢ wiasciwe okreslenie jej wplywu na
oszacowanie interesujacego nas parametru, ktorym w rozwazanym przyktadzie jest ryzyko

wzgledne?

Jest r6znica pomigdzy wprowadzeniem do modelu nowej zmiennej w postaci zaburzenia lub
w postaci iloczynowego cztonu interakcji. Nie wykonuje si¢ testow statystycznych w
przypadku, gdy zmienna ma wej$¢ do modelu w postaci zaburzenia [4].

Szczegdlowe omowienie problemu rozroznienia pomigdzy interakcja, czyli wlasno$cig
modyfikacji wplywu glownego zmiennej typu ,,obszar” przez kowarianta bedacego zmienng
pobocznag typu ,,wiek”, a problemem zaburzenia gtdéwnego wplywu zmiennej ,,obszar” przez

zmienng poboczng ,,wiek”, mozna znalez¢ w [4].

D1.12.1 Analiza interakcji obszaru i wieku. Model 2
Aby rozstrzygna¢ kwesti¢ zawarta w powyzszym Punkcie 1, dotyczaca mozliwosci, ze
zmienna ,,wiek” jest kowariantem modyfikujacym wptyw zmiennej ,,obszar”, rozszerzmy

Model 1, (D17) (poréwnaj (D9)), 0 czton interakcji, otrzymujac:
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7 7
Model 2: Int, =a+> U +BM+>6(MU,) ,i=1,2..8; j=0,1. (D32)
k=1 k=1

Aby unikng¢ osobliwo$ci, tzn. idealnej wspotliniowosci, mozemy doda¢ cziony interakcji

tylko dla siedmiu (a nie o§miu) zmiennych kierunkowych U, .

Istotno$¢ interakcji ,,wieku” z ,,obszarem” mozemy testowa¢ weryfikujac hipoteze zerows:
Ho: 60, =0,=...=0, =0, (D33)

z wykorzystaniem statystyki ilorazu wiarygodnosci (W51). Ma ona przy prawdziwosci

hipotezy zerowej Ho asymptotycznie rozktad y? z 7 stopniami swobody, co jest liczbg

nowych parametréw wprowadzonych do wyzszego Modelu 2.
Statystyka testowa (W51) pozwala wigc na porownanie Modelu 1 (bez interakcji) z Modelem

2, ktory zawiera siedem iloczynowych cztonéw interakcji MU, .

D1.12.2 Program SAS dla Modelu 2

Poniewaz w Modelu 2 chcemy uwzgledni¢ rowniez interakcje ,,wieku” i ,,obszaru”, zatem po
wczytaniu danych takich samych jak w Punkcie 1.11.1, nalezy przy korzystaniu z procedury

GENMOD (Punkt 1.11.1) zmieni¢ lini¢ model na uwzgledniajacy czlony interakcji MU, ,
k=1,2,...,7, wczytujac program:

proc genmod data = awaria;
model Y =M U1 U2 U3 U4 U5 U6 U7 U1M U2M U3M U4M U5M U6M U7M / covb
dist = poisson

link = log
offset = In;
run;

quit;

D1.12.3 Raport z dopasowania Modelu 2
W wyniku analizy otrzymujemy nastgpujacy komputerowy raport SAS z dopasowywania
Modelu 2. Jak to wynika z powyzszych rozwazan, raport ten dotyczy analizy z

uwzglednieniem interakcji zmiennych ,,wiek” 1 ,,0bszar”.
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Parametr
kw. .
Intercept
M

Ul

U2

U3

U4

U5

U6

u7

UlM

U2M

U3M

U4M

U5SM

U6M

U™
Skala

System SAS
The GENMOD Procedure

Informacje o modelu

Zbibr WORK .MODEL2
Rozktad Poisson
Funkcja wiazaca Log
Zmienna zalezna Y
Zmienna przesuniecia 1n
Liczba obserwacji wczytanych 16
Liczba obserwacji uzytych 16

Informacje o poziomie klasyfikacji

Klasa Poziomy Wartosci
A 8 123456738
System SAS

The GENMOD Procedure

Kryteria oceny zgodnosci

St. Wartosé/st.
Kryterium SW. Wartosé sSW.
Dewiancja 0 0.0000
Skalowana dewia 0 0.0000
Chi-kwadrat Pearso 0 0.0000
Scaled Pearson X2 0 0.0000
Log. wiarogodn 7205.9610
Algorytm osiagnal zbieznosc¢.
System SAS

The GENMOD Procedure
Analiza ocen parametrdéw

95% granice

St. Btad przedziatu ufnosci Chi-

SW. Ocena standardowy Walda kwadrat
1 -5.3385 0.1581 -5.6484 -5.0286 1139.98
1 0.5852 0.2010 0.1913 0.9790 8.48
1 -6.7207 1.0124 -8.7050 -4.7364 44.07
1 -3.6094 0.2958 -4.1891 -3.0296 148.89
1 -2.7347 0.2415 -3.2080 -2.2613 128.20
1 -1.8289 0.1977 -2.2164 -1.4414 85.58
1 -1.2232 0.1866 -1.5888 -0.8575 42.99
1 -0.7040 0.1808 -1.0584 -0.3496 15.16
1 -0.1504 0.1803 -0.5038 0.2030 0.70
1 0.7521 1.1360 -1.4743 2.9786 0.44
1 0.1075 0.3594 -0.5970 0.8120 0.09
1 0.5605 0.2866 -0.0012 1.1221 3.83
1 0.3599 0.2429 -0.1161 0.8360 2.20
1 0.2067 0.2325 -0.2490 0.6623 0.79
1 0.2620 0.2265 -0.1819 0.7059 1.34
1 0.0490 0.2288 -0.3994 0.4973 0.05
0 1.0000 0.0000 1.0000 1.0000

UWAGA: The scale parameter was held fixed.

Z raportu SAS wida¢, ze dewiancja dla Modelu 2 jest doktadnie rowna zero:

D(ﬁA)Modelz ~0 .

Pr > chi

OOOOO0OO0OO0OOAANANANANNANOA

.0001
.0036
.0001
.0001
.0001
.0001
.0001
.0001
.4042
.5079
.7649
.0505
.1384
.3740
.2474
.8305

(D34)
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€O oznacza, ze model ten dopasowuje si¢ do danych empirycznych idealnie. Fakt ten jest
spowodowany dopasowywaniem modelu z 16 parametrami do N =16 elementowego zbioru

danych.

Jednak z raportu wida¢ (pogrubienie na koncu linii vim do v7M), Ze 0OSzacowania parametrow
interakcji o,,9,,...,0, roznia si¢ na poziomie istotnosci « = 0,05 statystycznie nieistotnie od
zera, cO oznacza, ze nie ma potrzeby aby wprowadza¢ interakcje. Sprawdzmy ten wniosek

odwotujac si¢ do analizy z wykorzystaniem statystyki logarytmu ilorazu wiarygodnosci
(W51) dla Modelu 1 i Modelu 2.

D1.12.4 Testowanie braku dopasowania w Modelu 1 w porownaniu z Modelem 2

Rozwazmy hipoteze zerowa (D33):
Ho: 0,=0,=...=5, =0 (D33”)
mowigca o nieistotnosci rozszerzenia Modelu 1 do Modelu 2, czyli statystycznej nieistotnosci

interakcji.

Okazuje si¢, ze w rozwazanym przypadku test statystyczny weryfikujacy hipoteze
zerowg (D33), mozna by przeprowadzi¢ zarowno wykorzystujac statystyke ilorazu
wiarygodnosci (co jest oczywiste), jak i dewiancje Modelu 1.

Istotnie, po pierwsze w Rozdziatach W1.3.3.1- W1.3.3.2 zauwazyliSmy, ze obie te statystyki
maja w przyblizeniu rozktad chi-kwadrat [4]. Po drugie, zauwazmy, ze dewiancja dla Modelu

1 otrzymana w raporcie w D1.11.2 przyjeta w probce warto$é:

p(3,, )" =8195 . (D35)

)Modell

Natomiast liczba stopni swobody dewiancji D(ﬁ(r) )MOdellwynosi [1]:
d.f.=[liczba zmiennych (Yij )] — [liczba parametréow w Modelu 1] = N — (r +1)
=16-9=7. (D36)

Statystyka D(,é(r) )MOdeu ma wiec W przyblizeniu rozktad chi-kwadrat z d.f. = 7.

Z kolei statystyka testowa ilorazu wiarygodnosci (W57) dla hipotezy zerowej (D33) jest
zgodnie z (W58) otrzymana przez odje¢cie dewiancji dla Modelu 2 (ktora jest rowna zero) od

dewiancji dla Modelu 1, tzn.:
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i In[‘(_fﬂ?ér) )] (g, )" -p(3)"** =8.195-0=8.195 (D37)

L. ., , . , A Modell
zatem jej warto$¢ w probce jest rowna D(ﬂ(r))

jak w (D35).
Rowniez liczba stopni swobody statystyki ilorazu wiarygodnosci (W51), rowna [1]:
d.f.=[liczba parametrow w Modelu 2] — [liczba parametrow w Modelu 1]
=16-9=7, (D38)
wynosi tyle ile d.f. dewiancji Modelu 1, wigc i ona ma w przyblizeniu rozktad chi-kwadrat z
df.=7.

Zbierzmy informacje zawarte we wzorach od (D35) do (D38). Wynika z nich, ze skoro
zarowno rozktad, jak i wartos¢ liczbowa oraz liczba stopni swobody dewiancji Modelu 1,
(D35), oraz log ilorazu wiarygodnosci, (D37), sa takie same, zatem réwnowaznie mozna
weryfikowaé hipoteze zerowa (D33) korzystajac ze statystyki (D37) badz (D35) (por. Uwaga
na koncu Rozdziatu W1.3.3.2).

)Modell

Przyjmijmy wicc, w tym przypadku, dewiancje D3, )" dla Modelu 1 jako
statystyke testowa hipotezy (D33). Korzystajac z (D35) oraz (D36) otrzymujemy, wykonujac
pomocnicze rachunki na przyktad w arkuszu kalkulacyjnym Excel, Ze empiryczny poziom
istotnos$ci wynosi:

0= Pr( 22>D(g,, )" = 8,195) —0.3157 . (D39)

D1.12.4.1 Wniosek dla analizy interakcji zmiennych ,,obszar” i ,,wiek”

Zatem na zadnym poziomie istotnosci @ mniejszym od jak wida¢ dos¢ duzego p = 0.3157,
np. na poziomie « = 0,1, nie mamy podstaw do odrzucenia hipotezy zerowej o statystycznej

nieistotnosci rozszerzenia Modelu 1 do Modelu 2. Uznajemy wigc, ze w Modelu 1 nie ma
statystycznie istotnego braku dopasowania do danych empirycznych w porownaniu 2
Modelem 2. Poniewaz Model 2 oraz model podstawowy dopasowujg si¢ do danych

pomiarowych tak samo dobrze, zatem widzimy, ze w Modelu 1 nie ma istotnego odchylenia
obserwowanych wartosci Y;; od warto$ci przewidywanych Y;; tym modelem.

Pozostawiamy wiec prostszy Model 1 jako wystarczajacy do przewidywania oczekiwanej

ilosci przypadkow awarii silnika, stwierdzajac, ze dodanie cztondéw interakcji MU, do

56



Modelu 1 skomplikowatoby niepotrzebnie model, nie poprawiajac w sposéb statystycznie

istotny dopasowania do danych empirycznych.

D1.12.5 Analiza ,,wieku” jako zaburzenia czynnika glownego

Rozwazenie Punktu 2 w Rozdziale D1.12 polega na szukaniu odpowiedzi na pytanie o to, czy

,wiek” jest kowariantem zaburzajacym glowny wplyw czynnika jakim jest ,,obszar”.

Odpowiedz ta otrzymuje si¢ wraz ze zbadaniem czy ryzyko wzgledne f, =e/ albo

A

rOwnowaznie £ zmienia si¢ znaczgco, jesli zignorujemy zmienng ,,wiek”. Nie wprowadzenie

,wieku” do analizy w Modelu 1 pozostawia tg zmienng poza kontrola [4].

D1.12.5.1 Znaczaca roznica ekspercka

Aby przeprowadzi¢ potrzebng analiz¢ nalezy wigc pomingé wyrazenia dla ,wieku”, tzn.
sktadnik Zzﬂakuk z Modelu 1 i zobaczy¢, czy otrzymane oszacowanie wspotczynnika przy
M réznié sie bedzie znaczaco od wartosci /3 =0,8043, (D22), albo lepiej czy oszacowanie
wzglednego ryzyka (bo to ono ostatecznie interesuje badacza) ro6zni si¢ znaczaco od warto$ci
o~ Modell __

Fi e? =% =2 23513, Termin ,znaczgca rozmnica” nie odnosi si¢ do testow

statystycznych, ale do wiedzy ekspertow w dziedzinie.
D1.12.5.2 Analiza SAS dla Modelu 3

Aby odpowiedzie¢ na pytanie o ile zmieni oszacowanie wspotczynnika B przy M , musimy

dopasowywac do danych nast¢pujacy model:

Model 3: Inr, =a+pM , i=1,2..,8 j=0,1 (D40)

Zadanie dla Modelu 3. Napisa¢ program korzystajacy z procedury GENMOD dla Modelu 3,
a nastgpnie wykorzystujac dane podane w Punkcie 1.11.1 uruchomi¢ go, otrzymujac ponizszy
raport SAS.
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D1.12.5.3 Raport SAS dla

Modelu 3

System SAS
The GENMOD Procedure

Informacje o modelu

Zbidr WORK.MODEL3

Rozktad Poisson

Funkcja wiazaca Log

Zmienna zalezna Y

Zmienna przesuniecia 1n
Liczba obserwacji wczytanych 17
Liczba obserwacji uzytych 16
Braki danych 1

Informacje o poziomie klasyfikacji

Klasa Poziomy Wartosci
A 8 12345678
Informacje o parametrach
Parametr Efekt
Prml Intercept
Prm2 M
Kryteria oceny zgodno$ci
St. Wartosé/st.
Kryterium sSW. Wartosé sSW.
Dewianc]j 14 2569.7700 183.5550
Skalowana dewia 14 2569.7700 183.5550
Chi-kwadrat Pearso 14 3012.0987 215.1499
Scaled Pearson X2 14 3012.0987 215.1499
Log. wiarogodn 5921.0760
Algorytm osiagnat zbieznosc¢.
System SAS
The GENMOD Procedure
Analiza ocen parametréw
95% granice
Btad przedziatu ufnosci Chi-
Parametr Ocena standardowy Walda kwadrat
kw. .
Intercept 1 -7.1273 0.0437 -7.2130 -7.0416 26567.6
M 1 0.7431 0.0521 0.6410 0.8453 203.23
Skala 0 1.0000 0.0000 1.0000 1.0000

UWAGA: The scale parameter was held fixed.

D1.12.5.4 Analiza raportu SAS dla Modelu 3

Pr > chi

<.0001
<.0001

Z powyzszego raportu odczytujemy, ze oszacowanie parametru S wynosi /3 =0,7431, skad

,,surowe” oszacowanie (z powodu braku w analizie zmiennej ,,wiek™”) wzglednego ryzyka,

WYNOSi:
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ot — of — g07431_ 2 1024 (D41)
Uwaga: Podkreslmy raz jeszcze, ze w przeciwienstwie do rdznicy istotnej statystycznie,
wypowiedz o znaczacej rdznicy, nie jest poparta zadnym statystycznym testem i nie nalezy
testow takich wykonywa¢. O tym, czy rdoznica jest znaczgca wypowiadajg si¢ specjalisci w
branzy.

Whiosek dotyczacy zaburzenia: Poréwnujac wartosci Modelu 1 oraz Modelu 3 dla £, ktore

wynosza odpowiednio 0,8043 oraz 0,7431 lub lepiej dla wzglednego ryzyka f, = e’ ktére
wynosza odpowiednio 2,2351 oraz 2,1024, uznajmy (chociaz nie jesteSmy specjalistami z
branzy samochodowej), ze r6znig si¢ one znaczgco i zmienng poboczng ,,wiek” eksploatacji
samochodu nalezy wprowadzi¢ do modelu jako zaburzenie glownego wphwu zmiennej

,,obszar” eksploatacji samochodu.
D1.12.5.5 Analiza rozszerzenia Modelu 3 do wyzszego w hierarchii Modelu 1

Z poréwnania raportow dla Modelu 3 oraz Modelu 1 wida¢, Ze réznica dewiancji tych modeli
wynosi: 2569,77 — 8,195 = 2561,58. Roznica dewiancji tych modeli (W58), tzn. log ilorazu
funkcji wiarygodnosci, ma w przyblizeniu rozktad chi-kwadrat. Przy réznicy 14-7=7 stopni
swobody dewiancji tych modeli, warto$¢ 2561,58 jest wysoce istotna statystycznie, wskazujac

na istotny brak dopasowania Modelu 3 w stosunku do Modelu 1.

Zadanie: Sformutowa¢ posta¢ hipotezy zerowej mowigcej] o nie wystgpowaniu braku
dopasowania do danych pomiarowych w Modelu 3 w poréwnaniu z Modelem 1. Wyznaczy¢
empiryczny poziom istotnosci dla przeprowadzanego testu tej hipotezy.

D1.13 Analiza regresji Poissona w SAS dla modelu z przesunigeciem

Dla skompletowania analizy dla wszystkich modeli ze zbioru modeli hierarchicznych
rozwazymy jeszcze model tylko z wyrazem wolnym, czyli taki w ktérym wystepuje brak

zalezno$ci modelowej od zmiennych objasniajacych. Model ten ma postac:

Model O: Inr, =, 1=1,2,.,8 j=0,1. (D42)
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D1.13.1 Dane i program SAS dla Modelu 0

Aby przeprowadzi¢ analiz¢ z uzyciem procedury GENMOD zostala w danych podanych w

Rozdziale D1.11.1 wprowadzona dodatkowa zmienna O, przyjmujaca zawsze warto$¢ zero.

Poniewaz w Modelu 0 wystepuje brak zaleznosci modelowej od zmiennych objasniajacych, w

zwigzku z tym modyfikujemy nast¢pujaco wiersz model polecen w procedurze GENMOD:

model Y = O/ covb
lub
model Y = O/ pred covb

D1.13.2 Raport SAS dla Modelu 0

Po wczytaniu danych zawartych w Rozdziale D1.11.1 oraz uruchomieniu programu

procedury GENMOD, otrzymujemy ponizszy raport.

System SAS
The GENMOD Procedure

Informacje o modelu

Zbidr WORK.MODELOQ
Rozktad Poisson
Funkcja wiazaca Log
Zmienna zalezna Y
Zmienna przesuniecia 1n
Liczba obserwacji wczytanych 16
Liczba obserwacji uzytych 16

Informacje o poziomie klasyfikacji
Klasa Poziomy Wartosci
A 8 1234567178

Informacje o parametrach

Parametr Efekt
Prml Intercept
Prm2 )

Kryteria oceny zgodnosci

St. Wartosé/st.
Kryterium SW. Wartosé SW.
Dewiancja 15 2790.3403 186.0227
Skalowana dewia 15 2790.3403 186.0227
Chi-kwadrat Pearso 15 3480.1347 232.0090
Scaled Pearson X2 15 3480.1347 232.0090
Log. wiarogodn 5810.7909

Algorytm osiagnal zbieznosc.
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Analiza ocen parametroéow

95% granice

St. Btad przedziatu ufnosci Chi-
Parametr SW. Ocena standardowy Walda kwadrat Pr > chi
kw. .
Intercept 1 -6.6669 0.0238 -6.7135 -6.6202 78449.1 <.0001
o] 0 0.0000 0.0000 0.0000 0.0000 .
Skala 0 1.0000 0.0000 1.0000 1.0000

UWAGA: The scale parameter was held fixed.

D1.13.3 Wynik analizy dla Modelu 0

Dewiancja dla Modelu O, Inr; =, wynosi 2790,3403. Jak mozna si¢ bylo spodziewa,

model posiadajacy tylko przesunigcie i bez zaleznosci od zmiennych objasniajacych wykazuje
7

istotny brak dopasowania w stosunku do Modelu 1, Inr; = a + Zakuk + M, co przejawia
k=1

si¢ gwaltownym wzrostem dewiancji Modelu 0, (D42), w stosunku do dewiancji Modelu 1,

(D17).

Zadanie: Sformutowaé posta¢ hipotezy zerowej mowigcej] o nie wystgpowaniu braku
dopasowania do danych pomiarowych w Modelu 0 w poréwnaniu z Modelem 1 . Wyznaczy¢
empiryczny poziom istotnosci dla przeprowadzanego testu tej hipotezy sprawdzajac

powyzszy wynik analizy dla Modelu 0.
Zadanie: Pokazaé¢, ze réznica dewiancji Modelu 0, (D42), oraz Modelu 3, (D40), jest

rOwniez statystycznie istotna, znajdujac warto$¢ odpowiedniego empirycznego poziomu

1stotnosci.

D1.14 Podsumowanie analizy regresji doboru modelu Poissona

Ponizsza Tabela 2 podsumowuje przeprowadzong analiz¢ regresji Poissona dla przyktadu
zaleznosci liczby awarii silnika w klasie modeli hierarchicznych z uwzglednieniem ,,0bszaru”

jako czynnika gtownego wptywu, a zmiennej ,,wiek” jako zmiennej pobocznej.
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Tabela 2
Tabela ANOVA dla przyktadu awarii silnika (N =16).

. Istotna
Model dla Inr; L'Cz?a, D(B) | df. statystycznie
parametrow réznica w D(ﬁ)
Model 0 a 1 2790,34| 15
Istotna p~0
Model 3 a+ M 2 2569,77| 14
- I Istotna p=~0
Model1 | a+), U, +BM 9 8,2 7
7 Nieistotna
a+) aU, +FM+ I
Model 2 72“ o 16 0 0 p=032
+> .0 MU,
Model
podstawowy i 16 0 0

D1.14.1 Whniosek z analizy

Z przeprowadzonej analizy wida¢, ze dane zawieraja wskazanie, ze spo$rdd rozwazanego
zbioru modeli hierarchicznych nalezatoby wybra¢ Model 1 jako ten, ktory nie ma
statystycznie istotnego braku dopasowania do danych pomiarowych, a jednocze$nie ma
prostszg strukture (9 parametrow) niz model podstawowy lub Model 2 z interakcjg (16

parametrow).
Uwaga: Wykroczenie poza klas¢ modeli hierarchicznych i potraktowanie ,,wieku” jako

zmiennej typu ciggltego mogloby doprowadzi¢ do wyselekcjonowania modelu z mniejsza

liczbg parametréw niz Model 1 [4].
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Uzupekienie 1: Polecenia jezyka 4GL procedury GENMOD dla

rozwazanego przykladu

Ponizej podane zostaty podstawowe komendy programéw napisanych w jezyku 4GL dla

celow przeprowadzenia analizy regresji Poissona, w tym rozwazanego powyzej przyktadu.

data ‘awaria’ wskazuje nazwg zbioru z danymi;

input wskazuje zmienne, ktoére maja by¢ wezytane do modelu;

In wskazuje zewnetrzng zmienng funkcyjng (tutaj logarytm);
datalines wskazuje, ze ponizej beda si¢ znajdowaty linie danych;

run wskazuje na koniec linii danych;

proc oznacza poczatek odpowiedniej procedury (w Dodatku: genmod);

model wskazuje zmienne uzyte w modelu;

pred wskazuje na konieczno$¢ wyliczenia wartos$ci prognozowanych;

ref wskazuje referencyjng populacj¢ (tzn. linig, w ktdrej wszystkie zmienne kierunkowe dla
przyjetego systemu kodowania oraz ich interakcje maja wartos¢ 0);

covb wskazuje na wyliczenie macierzy kowariancji estymatorow;

corrb wskazuje na wyliczenie macierzy korelacyjnej estymatorow;

dist informuje o uzyciu okreslonego rozktadu;

link informuje o uzyciu wskazanej funkcji linku (w Dodatku: logarytmicznej);

offset wskazuje zmienng, znajdujaca si¢ poza modelem, w ktorej przechowywana jest funkcja
linkujaca;

run informuje o uruchomieniu procedury liczacej;

quit powoduje wyjscie z programu i wyswietlenie wydruku.
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Opis zmiennych wystepujacych w zbiorze danych w D1.14.1.

Zmienna A jest zmienng jako$ciowa z wariantem wieku serwisowanych samochodow;

Y oznacza zmienng objasniang ilo$ci wystepujacych przypadkéw (zmienna o rozktadzie
Poissona);

N oznacza liczebnos$¢ badanych populacji;

M jest zmienng kierunkowa wskazujgcg na obszar;

Ul, U2, U3, U4, U5, U6, U7 sg zmiennymi kierunkowymi, wskazujagcymi na odpowiednia
przynaleznos$¢ do klasy wiekowe;;

UliM, U2M, U3M, U4M, U5M, U6M, U7M to interakcje zmiennych kierunkowych ,,wiek”
Ul, U2, U3, U4, U5, U6, U7 oraz ,,0bszar” M;

O jest zmienng sztucznie wprowadzong dla celu analizy Modelu 0, ktéra nie jest zmienng

objasniajaca.
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Uzupelnienie 2: Blad statystyczny i statystyka Wald’a

Wiarygodnos$ciowe przedziaty ufnosci wspomniane w Rozdziale WI1.2.1 sag
uzupehieniem analizy MNW pozwalajacym na szybkie okreslenie niepewno$ci oszacowania

skalarnego parametru . Postugiwanie si¢ nimi jest prostrze niz samg funkcjg wiarygodnosci.
Istotnym pojeciem przy ich konstrukcji jest obserwowana informacja Fishera iF(é)

wprowadzona w Rozdziale W1.2.1 jako czynnik po prawej stronie wyrazenia (W25):

In%((%g ~——iF(o)fo-of. (U2.1)

Wyrazenie to jest w przyblizeniu stuszne dla rozktadow regularnych, dla ktorych funkcjonuje
przyblizenie kwadratowe dla log ilorazu funkcji wiarygodnosci. Wigcej na temat iF(é) mozna

znalez¢ w [1,6].

W przypadku gdy pierwotna zmienna losowa Y ma rozktad normalny N(@,c°), wtedy

zwigzek (W25) staje si¢ doktadny, a z (W16) widac, ze iF(é): ﬁz Ponadto, dla rozktadu
o

normalnego mozna rozktadem y’ dokona¢ doktadnego wyskalowania ilorazu funkcji

12
. , . . , . .. 1 (1-a .
wiarygodnosci, a zatem i warto$ci parametru obcigcia ¢ = e 2 Li-2) , zgodnie z (W22).

Blad standardowy: Obserwowana informacja Fishera definiuje tzw. blgd standardowy

estymatora 6 jako réwny:

&, =seld)=(iF(0) (U2.2)

ktory w przypadku rozktadu normalnego wynosi:

6,=clJN. (U2.3)
Jesli przyjaé, ze iloraz wiarygodnosci jest rowny wartosci granicznej P(y | 49)/ P(y | é)= c,
wtedy dla przedziatu wiarygodnosci (W24), {6’, P(V | H)/ P(\? | é)> c} otrzymujemy z (W25)
graniczng warto$¢ parametru 6= d+J-2Inc (i F(é))_m. Stad przyblizona postac’13

przedzialu wiarygodno$ci jest nastepujgca (é—\/—ZInC G, 0+~-2Inc 6'@), co w

13 Dla rozktadu normalnego jest to posta¢ doktadna.
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przypadku rozktadu normalnego daje doktadng posta¢ (1—«)-100%-wego przedziatu
wiarygodnosci (CI):

(‘9—\/Zf<1-a> 5,0 O+ Xiuwa %) (U2.4)

Na przyktad, gdy (1—«)=0,95, wtedy 95%-wy doktadny przedziat wiarygodnosci wynosi:

6+./196 6, (U2.5)
W przypadku reguralnym przedziat (U2.4) okresla przyblizong posta¢ (1—«)-100%-wego

przedziatu wiarygodno$ci.

Test Wald’a dla hipotezy zerowej o skalarnym parametrze 6: Zweryfikujmy hipoteze

zerowa H, : @ = 6,wobec hipotezy alternatywnej H, : 0 = 6,. W celu przeprowadzenia testu

statystycznego wprowadzmy tzw. statystyke Wald’a.

Statystyka Wald’a ma postac:

U= , (U2.6)

A

gdzie warto$¢ u zmiennej U jest wyznaczona na podstawie obserwacji i dla estymatora 6

MNW parametru 6. Z poréwnania (U2.1) oraz (U2.6), wida¢, ze duza warto$¢ |u| statystyki

|U | jest zwigzana z mala wiarygodnos$cig modelu dla H, : 8 =46,.

Przyklad: Niech na podstawie obserwacji wartos¢ |u| = 3. Zaktadajac regularno$¢ modelu,

otrzymujemy z (U2.1) oraz (U2.6) i przy wartosci granicznej P(qu =c ilorazu

Ply| o

wiarygodnosci, zwigzek pomigdzy parametrem c a warto$cig U:

c= exp(—u?) . (v2.7)

2

Dla rozwazanego przyktadu z (U2.7) otrzymujemy c =exp (_u7) =exp(—4,5) =0,011.

ul=3
Zatem zgodnie z (W27) warto§¢ empirycznego poziomu istotno$ci  wynosi

p=P(y’ >-2Inc) =P(y >9)=0,0027. Oznacza to, ze na kazdym poziomie istotnosci
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a>p=0,0027, np. «=0,01, odrzucamy hipotez¢ zerowa H,:6 =86, na rzecz hipotezy

alternatywnej.

W Rozdziatach D1.11.3 i D1.11.4 zastosowano statystyke Wald’a do estymacji i weryfikacji
hipotezy zerowej dotyczacej parametru S Modelu 1, (D17).
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Zakonczenie

Przedmiotem Dodatku do Rozdziatu 1 skryptu [1] jest prze¢wiczenie zastosowania metody
najwickszej wiarygodnosci (MNW) w problemach estymacyjnych analizy regresji Poissona.
Rozwazania zostaty poparte przyktadami przeliczonymi z wykorzystaniem systemu analiz
statystycznych SAS.

Omoéwiono sposéb konstrukcji funkcji wiarygodnosci wykorzystywany dla celow budowy
estymatorow parametrow modelu oraz wynikajace z tej metody procedury wnioskowania
statystycznego. Procedury dla testowania hipotez i1 konstruowania przedziatow ufnosci
wykorzystuja nie tylko zmaksymalizowane wartosci funkcji wiarygodnosci, ale rowniez
oszacowane macierze kowariancji wyznaczane w ramach szerzej rozumianej metody
najwigkszej wiarygodnosci odwotujacej si¢ do tzw. informacji Fishera zawartej w probie.
Teoretyczne podstawy MNW wraz ze znaczeniem informacji Fishera dla (estymacji)
macierzy kowariancji estymatoré6w parametrow modelu znajduja si¢ w literaturze
zacytowanej w Dodatku.

W omoéwionych przykladach zmienna losowa objasniana zawsze byla liczba zliczen
przypadkoéw interesujgcego nas zdarzenia. Dlatego przy spelnieniu warunku matej liczby
defektow w stosunku do wszystkich obserwacji w rozwazanych podgrupach probek
pobranych z dwoch poréwnywanych populacji, wykorzystywana posta¢ funkcji
wiarygodnosci odwolywala si¢ do zmiennej majacej rozkiad Poissona. W praktyce, dla
typowego modelu regresji Poissona naturalng miarg estymowanego efektu jest tempo awarii
(tzn. ryzyko) oraz ryzyko wzgledne, zwigzane z okreslonym, interesujgcym nas czynnikiem,
ktorego warianty kontrastujg badane populacje.

W Dodatku przedstawiono metode selekcji modelu z wykorzystaniem statystyki
ilorazu wiarygodno$ci oraz zastosowanie statystyki dewiancji, ktora jest rodzajem statystyki
ilorazu wiarygodnosci, opisujacej dobro¢ dopasowania badanego modelu wzglgdem modelu
podstawowego. Poniewaz roznica w statystyce dewiancji, otrzymana dla dwoch
poréwnywanych modeli, jest rowna statystce logarytmu ilorazu funkcji wiarygodnosci dla
tych modeli, wiec testy hipotez o braku dopasowania w modelach nizszych w hierarchii,
moga by¢ przeprowadzony z wykorzystaniem rdznicy statystyk dewiancji, ktore pojawiaja si¢
raportach SAS.

Zastosowanie MNW w analizie regresji Poissona ma kluczowe znaczenie ze wzglgdu na
mozliwo$¢ selekcji modelu, ktory nie tylko ma estymatory posiadajace (asymptotycznie)

optymalne wiasnos$ci [2], ale jak na to zwrécono uwage w analizowanych przyktadach, nie
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wykazuje rowniez statystycznie istotnie gorszego dopasowania do danych empirycznych niz

model podstawowy, posiadajac przy tym najmniejszg mozliwg liczbg parametrow.

Typowy model regresji Poissona, uzyty w przykladach, wyraza w postaci logarytmicznej
tempo porazki jako liniowg funkcje zbioru czynnikéw. Niemniej estymacja MNW jest
szczegblnie przydatna w estymacji wspotczynnikow regresji w modelach nieliniowych, takich
jak model regresji logistycznej czy nieliniowy model regresji Poissona. Poniewaz uktad
roOwnan wiarygodnos$ci nie prowadzi wtedy do liniowych rownan algebraicznych na
estymatory tych parametrow, dlatego procedury estymacji dla takich modeli wymagaja
programu komputerowego, stosujacego algorytmy z wielokrotnymi iteracjami estymatoréw
parametréw modelu. Taki pakiet numerycznych procedur komputerowych jest zawarty w
systemie SAS.

Podstawowg procedurg SAS stosowang w analizie regresji Poissona w sytuacji, gdy logarytm
ryzyka jest liniowa kombinacja czynnikoéw, jest procedura GENMOD. W bardziej
skomplikowanych nieliniowych modelach regresji Poissona, gdy logarytmu ryzyka nie da si¢
przedstawi¢ w postaci liniowej kombinacji czynnikow, wilasciwa procedura, ktéra mozna

wykorzystaé jest procedura NLMIXED [4].
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